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Prefacio

La inteligencia artificial (IA) es un campo de estudio que intenta que 
las computadoras se comporten de maneras que consideraríamos 
inteligentes si dichos comportamientos los mostrasen los humanos 
– por ejemplo, la replicación de las capacidades cognitivas huma-
nas como la resolución de problemas-. Sin embargo, la IA tiene un 
enorme potencial que va mas allá de imitar los comportamientos 
humanos, es una tecnología fundamental que permite el procesa-
miento de datos mas allá de la comprensión del cerebro humano. 
La oftalmología siempre ha sido una de las subespecialidades mé-
dicas mas innovadoras y tecnológicas, desde el uso de los láseres 
médicos y las técnicas de microcirugía hasta las primeras aplica-
ciones de las terapias génicas y con células madre. Ahora, en la 
década de 2020, la Oftalmología es una de las especialidades mé-
dicas que esta liderando la aplicación de IA en Salud. La IA tiene el 
potencial de transformar el cribado, triaje, diagnóstico y manejo de 
las enfermedades de la retina. En esta monografía, Zarranz-Ventura 
y coautores proporcionan una perspectiva brillante de este tema, 
incluyendo guías y recomendaciones para el desarrollo de la IA 
aplicada de forma segura. En este ultimo punto, las organizaciones 
profesionales como la Sociedad Española de Retina y Vítreo (SERV) 
tendrán un papel fundamental en la implementación futura de estas 
excitantes nuevas tecnologías.

Pearse A. Keane

Biomedical Research Centre at Moorfields Eye Hospital NHS Trust and UCL Institute 

of Ophthalmology, Moorfields Eye Hospital NHS Foundation Trust.

Londres, Reino Unido

La inteligencia artificial (IA) basada en el aprendizaje profundo 
(“Deep learning”, DL) ha levantado un enorme interés en los últimos 
años. El DL ha sido ampliamente adoptado en el reconocimiento de 
imágenes, reconocimiento de voz y procesado de lenguaje natural, 
pero apenas esta empezando a impactar en el área de la Salud. En 
Oftalmología, el DL se ha aplicado a retinografías, imágenes de tomo-
grafía de coherencia óptica (OCT) y campos visuales, consiguiendo 
un magnifico desempeño de forma robusta en la detección de la 
retinopatía diabética, la retinopatía de la prematuridad, los discos 
ópticos glaucomatosos, el edema macular y la degeneración ma-
cular asociada a la edad. El DL aplicado a imagen ocular puede ser 
utilizado junto a la telemedicina como una solución viable para el cri-
bado, diagnóstico y monitorización de las principales enfermedades 
oculares tanto en atención primaria como en la comunidad general. 
Sin embargo, existen también limitaciones y retos potenciales para 
la aplicación efectiva del DL en Oftalmología, como por ejemplo las 
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dificultades clínicas y técnicas, cómo explicar algunos de los resulta-
dos de los algoritmos, cómo resolver múltiples implicaciones médi-
co-legales y la propia aceptación por parte de los clínicos y pacientes 
del fenómeno de la “caja negra” (“black box”) en la aplicación de 
los algoritmos. La realidad es que el DL potencialmente puede revo-
lucionar la práctica de la Oftalmología en el futuro. Esta monografía 
proporciona un resumen de la situación actual (“state-of-the-art”) 
de los sistemas de IA aplicados en Oftalmología, los retos potenciales 
para completar su traslación a la clínica y el camino a seguir en este 
campo en los próximos años.

Daniel Shu Wei Ting

Singapore Eye Research Institute, Singapore National Eye Center

Duke NUS Medical School, National University of Singapore.

Singapur, Singapur

La Oftalmología siempre ha sido una especialidad médica pionera en 
el desarrollo e introducción de la tecnología moderna en la práctica 
diaria. Los métodos quirúrgicos modernos (como por ejemplo la ciru-
gía vítreo-retiniana de mínima incisión o la cirugía de catarata asisti-
da por láser de femtosegundo) difieren significativamente de los mé-
todos empleados hace 30 años. Así mismo, las técnicas diagnósticas 
de imágen han mejorado considerablemente, como la tomografía de 
coherencia óptica (OCT) que se ha establecido como un método de 
diagnóstico no invasivo de uso rutinario que ha permitido avanzar en 
el conocimiento de las estructuras retinianas, incluso permitiendo 
obtener imágenes de OCT de campo amplio y evaluaciones de flujo 
sanguíneo con los últimos dispositivos. Como consecuencia, la apli-
cación de estas técnicas ha permitido generar grandes volúmenes 
de datos que pueden ser explotados en interés de los pacientes. En 
paralelo a este desarrollo, la llegada de la inteligencia artificial ha 
demostrado de forma prometedora la capacidad de los algoritmos de 
ver mas allá de lo que los humanos pueden ver en las imágenes, y 
ha permitido mostrar asociaciones entre estas y otros datos clínicos 
de interés. Sin embargo, la implementación de estas tecnologías en 
la práctica diaria supone un gran reto, dado que el desarrollo de los 
nuevos circuitos clínicos variará de forma sustancial respecto a las 
vías habituales empleadas en el cuidado a los pacientes. Por ello, en 
los próximos años presenciaremos una revolución en el cuidado de 
la salud ocular.

 
Karsten Kortuem

University Eye Hospital, Ludwig-Maximilian-University

Munich, Alemania  
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Abreviaturas 

AG:  Atrofi a geográfi ca

AGF:  Angiografía fl uoresceínica

AUC:  Area bajo la curva
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CME:  Cystoid Macular Edema

CNN:  Convolutional neural network

DM:  Diabetes mellitus

DMAE:  Degeneración macular asociada a la edad 

DRT:  Diffuse Retinal Thickening

EMA:  European Medicines Agency

EMD:  Edema macular diabético

ET:  Extra-tree

FDA:  Food and Drug Administration

FPRC:  Fundus Photograph Reading Center

IA:  Inteligencia artifi cial

ILM:  Inner Limiting membrane

ISOS: Inner segment Outer segment

LASSO:  Least absolute shrinkage and selection operador

MER:  Membrana epirretiniana

OCT:  Tomografía de coherencia óptica

OCT-A:  Angiografía por tomografía de coherencia óptica

OMS:  Organización Mundial de la Salud

OPL:  Outer plexiform layer

OVR:  Oclusión venosa retiniana

RD:  Retinopatía diabética

RPE:  Retinal pigment epithelium

SELENA:  Singapore Eye Lesion Analyzer

SD-OCT:  Tomografía de coherencia óptica de dominio espectral

SRD:  Serous Retinal Detachment

SVM:  Support vector machines
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Objetivos de la monografía

La aplicación de la inteligencia artifi cial en todas las disciplinas me-

dicas y en particular en Oftalmología y Retina es un tema en auge 

que aparece apasionante y en los próximos años será cada vez mas 

presente en nuestra profesión. 

El objetivo de esta monografía es ofrecer un compendio de las no-

ciones básicas de estas técnicas de computación, así como ofrecer 

un breve resumen del estado actual de las mismas en cada una 

de las áreas en las que se están aplicando repartidas en distintos 

capítulos, con el fi n de ser un documento sencillo de ayuda básica 

para aquellos oftalmólogos interesados en este tema. Esta monogra-

fía esta concebida como un primer documento de consenso que 

permita proporcionar una serie de referencias de interés para todos 

aquellos que quieran profundizar en esta área.
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CAPITULO 1.

INTRODUCCIÓN A LA INTELIGENCIA ARTIFICIAL

Javier Zarranz-Ventura1-3, Carolina Bernal-Morales1

1 Institut Clínic de Oftalmologia (ICOF), Hospital Clínic de Barcelona.
2 Institut de Investigacions Biomediques August Pi i Sunyer (IDIBAPS), Barcelona.
3 Red Temática de Investigación Cooperativa en Salud «Prevención, detección precoz, 

tratamiento y rehabilitación de las patologías oculares» (RETICS RD 16/0008/0013). 

Instituto de Salud Carlos III, Ministerio de Economía y Competitividad.

 

1. Introducción a la Inteligencia Artificial

1. ¿Qué es la Inteligencia Artificial? 

2. Tipos de Inteligencia Artificial

3. Conceptos básicos

 a.  Método de fuerza bruta

 b.  Cohortes de entrenamiento, validación y test.  

 Aprendizaje supervisado

 c.  Machine Learning y Deep Learning

4. Aplicaciones en salud. Aplicaciones en Oftalmología

•  Una inteligencia artificial es un programa informático desarrollado para 

resolver un problema o tarea determinado.

•  Existen 2 tipos de IA, la fuerte (capacidad de resolver cualquier tipo de 

problema) y la débil (capacidad de resolver un problema concreto). En 

la actualidad, todos los sistemas de IA disponibles son de IA débil.

•  Los ordenadores tienen la capacidad de realizar el mismo proceso de 

forma repetida múltiples veces o ciclos de forma automática (fenómeno 

conocido como “fuerza bruta”). 

•  Existen 3 tipos de cohortes empleadas en el desarrollo y ajuste de un 

modelo de IA: la cohorte de entrenamiento (“training dataset”), la de 

validación (“validation dataset”) y la de prueba (“test dataset”).

•  El aprendizaje de las maquinas (“machine learning”) consiste en la 

creación de programas que son capaces de aprender una tarea deter-

minada a base de la experiencia. Un tipo determinado de estas técnicas 

que permite inferir predicciones futuras en estas tareas es el aprendiza-

je profundo (“deep learning”).

•  Las primeras especialidades médicas en las que la IA se ha aplicado 

con buenos resultados son Radiología, Dermatología y Oftalmología.

•  En Oftalmología se ha empleado principalmente en cirugía refractiva, 

glaucoma y retina, siendo las principales enfermedades retinianas eva-

luadas la retinopatía diabética, la degeneración macular asociada a la 

edad y la retinopatía del prematuro.

M
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1. ¿Qué es la Inteligencia Artificial?

La inteligencia artifi cial (IA) consiste básicamente en el desarrollo 

de un programa informático para resolver una tarea determinada. 

Esta área de conocimiento comenzó en los años 50, y ha sido de-

sarrollada de forma progresiva en las siguientes décadas hasta ex-

perimentar un repunte marcado desde la primera década del siglo 

XXI (2000-2010) y un boom exponencial en los últimos 10 años 

(2010-2020).1–4 Este gran salto ha sido posible gracias al desa-

rrollo de los equipos informáticos, que han crecido en paralelo en 

este periodo con potencias de computación cada vez mayores que 

permiten realizar cálculos muy complejos en cuestión de minutos, 

cuando antes o bien no se podían hacer o llevaban periodos de 

varios días. 

2. Tipos de Inteligencia Artificial

Existen dos tipos de IA, la llamada IA fuerte (“strong”) y la IA dé-

bil (“narrow” o “weak”). La primera, la IA fuerte, consiste en una 

maquina que es consciente y tiene la capacidad de aplicar inteli-

gencia a cualquier problema de forma general mas que a un pro-

blema específi co, esto es, una maquina capaz de “pensar”. Por 

el contrario, la IA débil no tiene conciencia y únicamente tiene la 

capacidad de resolver una única tarea concreta. Contrariamente a 

la idea transmitida desde hace décadas por las películas y series 

de ciencia fi cción, todos los sistemas de IA existentes en la actua-

lidad son ejemplos de IA débil, en el que cada programa ha sido 

diseñado específi camente con el objetivo de hacer una única tarea. 

No existe una maquina capaz de pensar por si misma o de resolver 

múltiples tareas en distintas áreas, pero si que existen maquinas 

(programas de ordenador) que han sido diseñadas para resolver 

una tarea concreta. En la actualidad en nuestra vida diaria tene-

mos múltiples ejemplos de este ultimo tipo de aplicaciones de IA, 

como por ejemplo los asistentes virtuales (p.ej. “Siri” desarrollado 

por Apple para sus modelos de iPhone/iPad/Macbook, “Alexa” de-

sarrollado por Amazon, “Cortana” por Microsoft o “Google Home” 

por Google), el sistema de anuncios de las redes sociales como 

Facebook, Twitter o Instagram, o el sistema de recomendaciones 

de canciones empleado por Spotify. Un ejemplo muy actual y en 

plena fase de desarrollo es el coche autónomo sin conductor, en 
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el que un sistema de IA débil integra la información (“input”) pro-

veniente de múltiples sensores (de proximidad, distancia a coche 

anterior y posterior, vehículos y limites laterales, reconocimiento 

de señales con cámara, señalización de punto de origen y destino 

con GPS, etc.) y nos da un output que en este caso es el desplaza-

miento del vehículo de un punto a otro. Otros ejemplos de aplica-

ción de algoritmos de IA en la sociedad actual son los motores de 

búsqueda de los portales web (p.ej. Google search), los sistemas 

de detección de fraude con tarjetas de crédito o la detección de 

hábitos de consumo en las redes sociales.

3. Conceptos básicos

Estos programas de ordenador están diseñados con una estructura 

determinada que intenta replicar la forma de las neuronas huma-

nas, denominadas redes neurales. A los distintos tipos de redes 

neurales les dedicaremos un capítulo específi co de esta monogra-

fía (capítulo 2). Estas redes están confi guradas para intentar repli-

car el proceso que se da cuando los humanos pensamos, como su-

cede con la transmisión sináptica de las neuronas. Análogamente, 

el programa intenta procesar la decisión de la tarea encomendada 

a partir de comenzar el circuito por un extremo (“input”) y pasar 

por las distintas capas (cuyo numero y complejidad depende de la 

red empleada) hasta obtener un resultado (“output”). Cada de una 

de estas capas responde a una característica determinada de la 

tarea encomendada y tiene un valor o peso que se puede modifi car 

o ajustar en función de lo que deseemos para cada tarea, según 

comentaremos a continuación.

a. Método de fuerza bruta

 Este es el nombre que recibe en criptografía la capacidad 

de calcular todas las combinaciones posibles para una 

contraseña y comprobarlas una por una hasta encontrar 

la correcta. En informática y matemáticas nos referimos a 

la capacidad de los ordenadores de realizar una repetición 

sistemática de un proceso de forma automática.5 Ejemplos 

de esto ultimo se producen con los softwares maliciosos 

que intentan identifi car una contraseña determinada a 

base de probar las combinaciones posibles en orden una 
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detrás de otra, por “derribo”. Esta capacidad de repetir 

este testeo de forma automática se puede aplicar a los al-

goritmos de IA, por ejemplo, en el área de reconocimiento 

de imágenes, donde se puede replicar el ciclo de identifi -

cación de una serie de imágenes etiquetadas para entrenar 

un algoritmo de forma automática. 

b. Cohortes de entrenamiento, validación y test. Aprendizaje 

supervisado

 En este campo de reconocimiento de imágenes, una vez 

creamos un sistema de IA con un diseño determinado de 

red neural convolucional si disponemos una cohorte de 

imágenes etiquetadas (cohorte de entrenamiento o “trai-

ning dataset”) con el resultado que queremos identifi car, 

por ejemplo el grado de retinopatía diabética) podemos en-

trenar un algoritmo que identifi que estas etiquetas, en lo 

que denominamos aprendizaje supervisado (“supervised 

learning”).6,7 Para optimizar el modelo, es preciso ajustar 

los pesos de cada una de las capas de la red neural para 

mejorar la capacidad del algoritmo de clasifi car las imáge-

nes. Una vez hemos ajustado el modelo, valoramos la ac-

tuación del algoritmo en una cohorte de validación (“valida-

tion dataset”), en lo que es una evaluación no sesgada del 

modelo defi nido y ajustado en la cohorte de entrenamiento. 

En esta fase, evaluamos la capacidad de este modelo para 

predecir respuestas (etiquetas) en estas nuevas imágenes 

etiquetadas, y realizamos el ajuste de los denominados hi-

perparámetros para optimizar la actuación del algoritmo. 

Por último, se evalúa el modelo fi nal del algoritmo en una 

cohorte de test con imágenes no evaluadas con anteriori-

dad (“test dataset”).
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c. Aprendizaje de las maquinas y aprendizaje profundo (“Ma-

chine learning” y “Deep learning“)

 El aprendizaje automático o aprendizaje de las maquinas 

(“machine learning”). consiste en el desarrollo de técnicas 

por las que un programa informático diseñado para reali-

zar una tarea es capaz de aprender de la experiencia, con 

cada uno de estos ciclos antes citados, para perfeccionar 

su desempeño en dicha tarea. Un tipo determinado de este 

aprendizaje que permite inferir predicciones futuras en es-

tas tareas es el aprendizaje profundo (“deep learning”). Es-

tos conceptos serán desarrollados en el siguiente capítulo 

de la presente monografía.

4. Aplicaciones en salud. Aplicaciones en Oftalmología

Existen múltiples ejemplos de la aplicación de sistemas de IA apli-

cados en Medicina, en áreas tan diversas como la Radiología, la 

Dermatología o la Oftalmología. En Radiología estos sistemas se han 

empleado para detectar lesiones de tuberculosis  pulmonar o nó-

dulos pulmonares malignos en placas de torax.8,9 En Dermatología, 

existen artículos que describen la capacidad de algunos algoritmos 

para diferenciar lesiones cutáneas benignas de melanomas malig-

nos.10 En Oftalmología, la IA se ha aplicado en diferentes áreas, 

como en cirugía refractiva para predecir el estado refractivo corneal 

postquirúrgico11, en calculo de lentes intraoculares, o la detección 

de glaucoma de ángulo abierto12.

En retina, las principales aplicaciones se han planteado en las áreas 

de reconocimiento de imágenes (bien como diagnóstico o estudian-

do la asociación con otros parámetros demográfi cos o clínicos)13,14, 

como medios de optimización de imágenes (sobre todo de OCT, eli-

minando el ruido de las imágenes) o en la predicción de resultados 

clínicos (como por ejemplo con imágenes de OCT y resultados con 

la terapia intravítrea)15. Las principales patologías retinianas estu-

diadas han sido la retinopatía diabética, el edema macular diabéti-

co, la degeneración macular asociada a la edad o la retinopatía del 

prematuro, entre muchas otras.16–19 En cuanto a tipos de imágenes 
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retinianas procesadas, estos algoritmos se han aplicado principal-

mente a retinografías e imágenes de OCT.4,14 Así, se ha planteado 

la capacidad de estos algoritmos para detectar asociaciones con la 

edad, el sexo o los factores cardiovasculares, así como incluso la 

estimación de defectos refractivos a partir de retinografías.20

En la presente monografía se desarrollan cada uno de estos apar-

tados en distintos capítulos, para profundizar en cada uno de ellos.
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CAPITULO 2.

TIPOS DE REDES NEURALES

Manuel Saenz de Viteri Vazquez1, Jorge González Zamora1

1 Clínica Universidad de Navarra, Pamplona.

2. Tipos de redes neurales:

1. Modelos de redes

a. Arquitectura de las redes neuronales

b. Tipos de redes neuronales

c. El procesamiento neuronal

2. Machine learning. Deep learning

a. Entrenamiento de la red neuronal

b. Deep learning

•  Las redes neuronales son sistemas de computación formados por un 

gran número de elementos simples muy interconectados, que procesan 

información de forma dinámica en respuesta a estímulos externos.

•  Una neurona artificial realiza una suma ponderada de la información 

que recibe y transmite el resultado a otras neuronas de la red. 

•  La función de activación, permite comparar el resultado de la suma 

computada con un umbral preestablecido, lo que determina el nivel de 

activación de la neurona frente al estímulo recibido.

•  Las neuronas se agrupan en capas, constituidas por un número varia-

ble de neuronas interconectadas. Los datos se ingresan a través de las 

neuronas de la capa de entrada y viajan a través de una o varias capas 

intermedias hasta que se llega a la capa de salida, la cual comunica la 

decisión final del programa.

•  El machine learning se basa en el uso de diferentes algoritmos de 

aprendizaje que determinan la secuencia de pasos que la máquina 

debe seguir para realizar una tarea específica y que además le confiere 

la capacidad de adaptarse a la diversidad de estímulos provenientes de 

su entorno.

•  Para que la una red neuronal pueda aprender, ésta debe someterse a 

un proceso de entrenamiento que le permitirá al programa ajustar los 

pesos de las conexiones sinápticas entre sus neuronas. 

•  El deep learning es un subtipo de aprendizaje automático en el cual 

la máquina tiene la capacidad de alimentarse con datos sin procesar 

y descubrir automáticamente los patrones o características necesarias 

para las tareas de detección o clasificación.
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Tipos de redes neurales

1. Modelos de redes 

Una red neuronal es un sistema informático diseñado para imitar la 

forma en la que funciona el cerebro humano. Se puede defi nir a las 

redes neuronales como sistemas de computación formados por de 

un gran número de elementos simples, muy interconectados, que 

procesan información de forma dinámica, en respuesta a diversos 

estímulos externos.1

Los elementos a los que hace referencia la defi nición anterior se co-

nocen como neuronas artifi ciales. De forma análoga a lo que ocurre 

en el cerebro humano, estas neuronas transforman (en su soma o 

cuerpo celular) varias señales de entrada (dendritas) en una única 

salida (axón). Las entradas pueden proceder de otras neuronas o 

bien ser entradas a la red desde el exterior. La salida, asimismo, 

puede transmitirse a otras neuronas o funcionar como señal de sa-

lida de la red. Las señales de entrada que recibe cada neurona se 

encuentran moduladas por un factor llamado peso, que gradúa la 

importancia de la conexión existente entre la neurona receptora y el 

emisor de la señal, generalmente otra neurona1 (Figura 1).

El procesamiento que realiza cada neurona artifi cial es una función 

matemática, más específi camente la suma ponderada de sus en-

tradas, es decir, tomando en cuenta el peso asignado a cada una. 

Al resultado de esa suma se le aplica una función no lineal, que 

recibe el nombre de función de activación. Este paso, además de 

añadir no linealidad al sistema, permite comparar el resultado de la 

función computada con un umbral, también conocido como bias 

(Figura 1). Si se supera el umbral, se produce como salida un valor 

igual o cercano a 1, lo que supone la “activación” de esa neurona; 

en su defecto, se producirá un valor igual o cercano a 0, lo cual 

mantendrá a la neurona en un estado “inactivo”.1,2

El estado de activación de la neurona será importante durante los 

procesos de aprendizaje que describiremos más adelante, puesto 
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que muchos sistemas de inteligencia artifi cial utilizan como base el 

modelo de aprendizaje Hebbiano, según el cual el peso de la sinap-

sis entre dos neuronas se incrementa si las dos neuronas se activan 

simultáneamente y se reduce si se activan por separado.

Figura 1. Neurona artifi cial. De forma análoga a las neuronas cerebrales, las neuronas 

artifi ciales reciben información a través de una o varias entradas, moduladas por 

un factor llamado “peso”, en función de su importancia. Dentro de la neurona se 

realiza una suma pondera de todas las entradas y el resultado se transmite a otras 

neuronas, o bien, puede funcionar como señal de salida de la red. Al resultado 

de la suma ponderada se le aplica una función no lineal, que recibe el nombre de 

función de activación. 
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Cada neurona artifi cial separa el espacio de los vectores de entrada 

en dos regiones: una en la que los vectores quedan por encima del 

umbral y otra en la que estos quedan por debajo, mediante una 

superfi cie lineal denominada hiperplano de n dimensiones (Figura 

2). La posición del hiperplano con respecto al origen (eje y), está 

defi nida por el valor del umbral o bias, y su orientación se modifi ca 

ajustando los pesos de las entradas. Sin embargo, existen proble-

mas que no pueden explicarse mediante modelos lineales o en los 

que la relación entre las variables es desconocida o muy compleja; 

para el análisis de este tipo de problemas se requiere la colabora-

ción de varias neuronas, es decir, redes neuronales.2,3

Una red neuronal es una representación matemática de la arqui-

tectura neural humana, refl ejando sus habilidades de “aprendizaje” 

y generalización. Las redes neuronales cada vez se utilizan más en 

el campo de las ciencias y la medicina, pues constituyen una he-

rramienta poderosa para ayudar a los médicos a analizar, modelar y 

dar sentido a los datos clínicos complejos y a procesar la creciente 

cantidad de información a la que nos enfrentamos en nuestra prác-

tica clínica.3,4

Figura 2. Hiperplano de n dimensiones. Después de realizar la suma ponderada y 

aplicarle una función de activación, la neurona artifi cial separa el espacio de los 

vectores de entrada en dos regiones: una en la que los vectores quedan por encima 

del umbral de activación, y otra en la que estos quedan debajo del mismo. 
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a. Arquitectura de las redes neuronales:

Para entender el funcionamiento de las redes neuronales, resulta 

fundamental conocer cómo se organizan y conectan sus compo-

nentes individuales, las neuronas. Lo primero que se debe saber es 

que éstas se agrupan en capas, cada una con un número variable 

de neuronas interconectadas. A su vez, cada capa está conectada 

a la inmediata posterior total o parcialmente, excepto la última capa, 

que constituye la salida total de la red neuronal.1 

Existen 3 tipos de capas (Figura 3):

1. Capa de entrada.

2. Capas intermedias, una o varias, dependiendo del tipo de 

red y la complejidad del problema a resolver.

3. Capa de salida.

En términos generales se puede decir que los datos se ingresan a 

través de las neuronas de la capa de entrada y viajan a lo largo de 

una o varias capas intermedias hasta que se llega a la capa de sa-

lida, la cual comunica la decisión fi nal del programa. Sin embargo, 

existen distintos tipos de redes neuronales en función de: el tipo 

de neuronas que las componen, defi nidas a su vez por los tipos de 

entradas que admite (binarias o continuas); el tipo de función de 

Figura 3. Redes neuronales. Las neuronas artifi ciales son elementos interconectados 

que se distribuyen en capas (entrada, ocultas, salida). Su arquitectura y número 

de capas que las componen varían en función del tipo de red y la complejidad del 

problema que se quiere analizar. 
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activación que utilizan (sigmoide, escalón, RELU); o la distribución, 

número y composición de las capas que forman la red y determinan 

la forma en la que la información viaja a través de la misma mientras 

se computa el problema.1,2

b. Tipos de redes neuronales

 

Redes de alimentación anterógrada (feed-forward): La señal se mue-

ve linealmente a través de la red, comenzando en la capa de en-

trada, hasta llegar a la capa de salida. Ninguna de las conexiones 

retrocederá nuevamente a través del sistema. Estas redes pueden 

estar constituidas sólo por una capa de entrada conectada directa-

mente a la capa de salida, o pueden tener una o más capas ocultas 

entre ambas. Cada una de estas capas tiene conexiones que pue-

den recibir datos entrantes de la capa anterior y otras conexiones 

que envían datos de salida a la siguiente. De esta manera, la pro-

pagación de una señal ocurre de manera lineal sin la necesidad de 

ciclos o conexión transversal.5

Redes recurrentes: Estas redes funcionan de forma cíclica, las sali-

das de la red se retroalimentan a las neuronas de entrada. De esta 

forma, la salida de la red depende no solo de las entradas de la 

misma sino también de las salidas anteriores de la propia red. El uso 

de ciclos puede tener un efecto importante en los mecanismos de 

aprendizaje y su funcionamiento. El resultado es un sistema mucho 

más dinámico.5,6

Redes neuronales apiladas: Este tipo de redes combinan una serie 

de redes para mejorar la precisión y robustez del procesamiento de 

la información. La idea de combinar modelos de redes neuronales 

se basa en la premisa de que las diferentes redes neuronales captu-

ran diferentes aspectos del comportamiento del proceso, y agregar 

esta información debería reducir los errores y proporcionar resulta-

dos más precisos.6

c. El procesamiento neuronal

Las propiedades del procesamiento neuronal están determinadas 

por la complicidad de los componentes individuales, muy sencillos 

si se consideran aisladamente, pero altamente complejos cuando 

se analiza el comportamiento global del sistema.1 

Cada una de las unidades individuales de la red se encarga de cal-

cular una función elemental sin necesidad de cooperar con las de-



TIPOS DE REDES NEURALES

25

más. Esto ofrece una importante ventaja frente al procesamiento se-

cuencial que caracteriza a otros sistemas informáticos, donde cada 

unidad de cálculo debe ejecutarse después de que hayan acabado 

las anteriores. Esta característica permite el análisis simultáneo de 

grandes cantidades de información e introduce también cierta to-

lerancia a fallos, pues el sistema no deja de funcionar, aunque se 

estropeen algunos de sus componentes. Por otra parte, se crea una 

memoria asociativa distribuida, es decir, un dato no se encuentra en 

un único sitio, sino repartido por toda la estructura.1

Finalmente, las redes neuronales tienen la capacidad de ir modifi -

cando su comportamiento para ajustarlo a los datos que se le van 

proporcionando. Esta es, quizá, la propiedad más llamativa y que 

confi ere a estos sistemas la capacidad de aprendizaje.1

2. Machine learning. Deep learning

El término aprendizaje maquinal, también conocido como apren-

dizaje automático o machine learning, se usa para denominar a 

la rama de la informática que busca crear programas o máquinas 

capaces de aprender y ajustar de forma automática sus funciones, 

con el objetivo de perfeccionar la forma en la que desarrolla sus 

tareas.5 

Este proceso comienza con la capacidad del programa para analizar 

los datos incorporados y compararlos con datos recopilados previa-

mente, con el fi n de encontrar patrones y reajustar sus parámetros 

en consecuencia.5

El machine learning se basa en el uso de diferentes algoritmos de 

aprendizaje pre-programados que determinan la secuencia de pa-

sos que la máquina debe seguir para realizar una tarea específi ca 

y que además le confi ere la capacidad de adaptarse a la diversidad 

de estímulos provenientes de su entorno.5

  

Existen dos tipos fundamentales de algoritmos de aprendizaje, 

basados en el grado de interacción humana con el programa: el 

aprendizaje supervisado y el aprendizaje no supervisado. 

En el aprendizaje supervisado, el programa conoce a priori la res-

puesta que está tratando de alcanzar y simplemente necesita re-

solver los diferentes pasos que necesita seguir para llegar a ella. 

En la actualidad, la mayoría de los sistemas de inteligencia artifi cial 

utilizan este algoritmo de aprendizaje, en el que se utilizan conjun-
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tos de datos que han sido etiquetados por un ingeniero humano. 

En el caso de la medicina, por ejemplo, la “etiqueta” de los datos 

correspondería al diagnóstico de la enfermedad.5

En el aprendizaje no supervisado, por el contrario, los resultados de 

los problemas aún no se conocen y el programa utiliza operaciones 

lógicas para trazar su camino hacia una decisión. El enfoque prin-

cipal es localizar patrones e identifi car propiedades en los datos 

que le permita clasifi carlos. Inevitablemente, el algoritmo llegará 

inicialmente a respuestas incorrectas, pero con cada respuesta in-

correcta, volverá a analizar los datos y hará los ajustes necesarios 

para realizar mejor su tarea. Aunque la resolución de problemas 

con un algoritmo de aprendizaje no supervisado puede plantear 

difi cultades, esta estrategia también ofrece algunas ventajas, y es 

que el proceso de etiquetado de los datos no siempre es práctico 

y también puede ser extremadamente costoso. Por otra parte, la 

interferencia de los humanos supone un riesgo de crear sesgos en 

el modelo computacional desarrollado.5

a. Entrenamiento de la red neuronal

Como hemos descrito antes, las redes neuronales constituyen una 

de las herramientas más utilizadas por los sistemas de inteligencia 

artifi cial. Para conseguir que estas redes aprendan a realizar la ta-

rea para la cual han sido programadas, deberán pasar por una fase 

de entrenamiento.

Resulta fundamental contar con una base de datos adecuada para 

el entrenamiento de la red. En el campo de la medicina, esta base 

es una matriz de datos para los cuales ya se conoce el diagnóstico. 

El siguiente paso es seleccionar adecuadamente las características 

(síntomas, datos de la analítica, pruebas de imagen), que propor-

cionarán la información necesaria para que el programa sea capaz 

de discriminar las diferentes condiciones de salud del paciente. 

Posteriormente, el conjunto de datos se construye y valida, elimi-

nando los valores atípicos.3 

Alimentando a la máquina con la base de datos creada, existen 

distintas estrategias que se pueden utilizar para conseguir que ésta 

aprenda a realizar su tarea. 
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Corrección de errores: Si la máquina comete un error, recibe una 

señal de error que activará una serie de ajustes internos para que la 

próxima respuesta se acerque más a la respuesta deseada.5

Aprendizaje basado en la memoria: Cualquier información clasifi ca-

da correctamente se conserva de tal manera que cuando se nece-

sita clasifi car datos nuevos a los que la máquina no había sido ex-

puesta, ésta accederá a sus bancos de datos en busca de muestras 

relacionadas para analizar la nueva información.5

Aprendizaje competitivo: Las neuronas compiten entre sí en un in-

tento de activarse, ya que cada neurona solo puede activarse en un 

momento determinado.5

Aunque todos estos métodos han demostrado ser efectivos, en fun-

ción del diseño de la red y el problema que se desea analizar, cada 

uno tiene sus ventajas e inconvenientes. Sin embargo, el método 

que ha demostrado tener los resultados más positivos es el conoci-

do como algoritmo de propagación del error (backpropagation en 

inglés), el cual funciona de la siguiente manera:

 

Inicialmente, el peso de las conexiones sinápticas permanece fi jo 

y los datos de entrada ingresan a la red y se extienden a las capas 

ocultas del sistema hasta que fi nalmente se produce una salida. La 

salida obtenida se comparará con la salida esperada para determi-

nar la tasa de error real y el sistema reajustará los pesos específi cos 

de las conexiones sinápticas en la última capa. Esa corrección o 

ajuste de los parámetros en base a la tasa de error se propaga de 

forma retrógrada hacia las capas anteriores y se modifi can los pesos 

en un intento de reducir la diferencia entre los resultados obtenidos 

por el programa y la salida esperada. El proceso se repite hasta que 

la tasa de error no se pueda reducir más.5

b. Deep learning

Como hemos descrito antes, en las técnicas convencionales de 

aprendizaje automático, las personas tienen que identifi car manual-

mente las propiedades de los datos de entrada que deben usarse 

para el proceso de aprendizaje, e ingresarlas en el programa, limi-

tando su capacidad para procesar datos brutos en su forma original. 
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Esta estrategia de aprendizaje automático requiere una ingeniería 

cuidadosa y una considerable experiencia para diseñar un extrac-

tor de características capaz de transformar los datos brutos en una 

representación interna adecuada o un vector de características a 

partir del cual, el sistema pueda detectar o clasifi car patrones en la 

entrada.5,7

El deep learning es un subtipo de aprendizaje automático en el cual 

ya no es necesaria esta interacción humana, ya que la máquina tie-

ne la capacidad de alimentarse con datos sin procesar y descubrir 

automáticamente los patrones o características necesarias para las 

tareas de detección o clasifi cación. Este tipo de aprendizaje utiliza 

redes neuronales compuestas de múltiples capas en la que cada 

capa recibe información procesada proveniente de la capa ante-

rior, la cual analiza y transmite a la capa siguiente. Lo anterior crea 

conocimiento jerarquizado en el que cada capa recibe información 

cada vez más abstracta proveniente de la capa anterior. A medida 

que los datos pasan a través de las diferentes capas, la red puede 

seleccionar aspectos diferenciales de los datos y no tener en cuenta 

aquellos detalles que no son importantes para la resolución del pro-

blema en el que está trabajando.5,7 

El sistema de capas múltiples se complementa con el uso de redes 

neuronales recurrentes (explicadas previamente), conocidas como 

redes neuronales convolucionales, que permiten agregar memoria 

al sistema. Cuando se analiza un problema, se guardan una serie 

de cálculos que se pueden reutilizar como entrada cada vez que se 

presenta un problema similar. De esta forma, con cada problema 

resuelto, la computadora crecerá en su experiencia y conocimiento 

para que pueda adaptar sus predicciones, basándose en un cre-

ciente cuerpo de conocimiento acumulado.5

Las redes neuronales profundas explotan la propiedad de que mu-

chas señales naturales son jerarquías compositivas, en las que las 

características de nivel superior se obtienen al combinar carac-

terísticas de niveles inferiores. En las imágenes, por ejemplo, las 

combinaciones locales de bordes forman motivos, los motivos se 

ensamblan en partes y las partes forman objetos. Existen jerarquías 

similares en el texto o en el habla donde los sonidos se agrupan 

para formar sílabas, las sílabas se unen para formar palabras éstas, 

a su vez, se integran en oraciones. En los sistemas de deep learnig, 

cada capa se especializa en analizar cada uno de estos niveles.5,7
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A medida que se acumulan más y más datos, la capacidad de la 

máquina para pensar y aprender mejora. Los sistemas de deep 

learning, son capaces de examinar millones de imágenes similares 

y almacenarlas en su memoria. Esto les confi ere la capacidad para 

analizar una imagen y extraer similitudes con miles o millones de 

imágenes similares, permitiéndole dar un diagnóstico mucho más 

preciso de la condición médica del paciente.5
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3. Aplicación de la IA en el procesamiento de imágenes de retinografía:

1. Introducción

2. Desarrollo de un sistema automático para la clasi-

fi cación de retinografías

3. Implementación de un sistema de IA basado en 

retinografías en práctica clínica

4. Sistemas de cribado de retinopatía diabética ba-

sados en IA

5. Implicaciones asistenciales del cribado poblacio-

nal basado en retinografías en práctica clínica

•  La diabetes mellitus (DM) constituye uno de los problemas sanitarios 

más graves de nuestro tiempo, no sólo por una alta prevalencia que 

sigue en ascenso, sino por las múltiples complicaciones que presenta. 

•  La realización de retinografías no midriáticas se ha establecido como 

gold estándar para el cribado de retinopatía diabética (RD).

•  La aplicación de redes de convolución profunda al diagnóstico de la 

RD a partir de retinografías, ha tenido un gran éxito, llegando a superar 

incluso los resultados de los especialistas humanos.

•  La aplicación del análisis automatizado de retinografías, mediante in-

teligencia artificial, es la nueva revolución en el cribado de patologías 

retinianas.
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1. Introducción

La diabetes mellitus (DM) afecta actualmente a más de 340 mi-

llones de personas en todo el mundo1, constituyendo uno de los 

problemas sanitarios más graves de nuestro tiempo, no sólo por 

una alta prevalencia que sigue en ascenso, sino por las múltiples 

complicaciones que presenta. Entre las oculares destaca, con una 

prevalencia del 7.9% entre la población española con DM tipo 21, el 

edema macular diabético (EMD), que se ha convertido en la prin-

cipal causa de discapacidad visual severa en los países desarrolla-

dos.2

La retinografía, o fotografía del fondo de ojo, es una técnica fotográ-

fi ca que se desarrolló a mediados del siglo XIX 3 y desde entonces 

se ha convertido en una prueba básica, de la práctica clínica diaria 

oftalmológica, y de gran implementación debido a su bajo coste, y 

su alto coste-benefi cio en el cribado, principalmente, de la retino-

patía diabética. 

La realización de retinografías no midriáticas se ha establecido como 

gold estándar para el cribado de retinopatía diabética, habiéndose ex-

tendido su uso a nivel internacional y demostrado su coste benefi cio 
4-6, en una enfermedad como la diabetes la cual supone un gran im-

pacto en costes y morbi-mortalidad. 7,8 (Figs 1 y 2).

Figura 1. Retinografía de paciente con retinopatía diabética. Figura 2. Retinografía 

de paciente sano.
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La reciente aparición de hardware de bajo coste, con “GPU -Gra-

phics Processing Unit” extremadamente potentes con tarjetas que 

incluyen en una sola tarjeta más de 18 millones de transistores, jun-

to con la puesta a disposición de la comunidad técnica y científi ca 

de “framework” (marco de trabajo) de desarrollo software especia-

lizados en realizar operaciones en el ámbito de la inteligencia artifi -

cial, que nos permiten aplicar estos modelos teóricos a la práctica 

clínica diaria, que van a revolucionar, sin duda, el mundo en que 

vivimos en todos los ámbitos. 

La aplicación de redes de convolución profunda al diagnóstico de 

la Retinopatía Diabética (RD) a partir de retinografías, ha tenido un 

gran éxito, llegando a superar incluso los resultados de los especia-

listas humanos. Estos sistemas, correctamente entrenados pueden 

diagnosticar RD, detectar factores de riesgo cardiovascular, o carac-

terizar al paciente etiquetando el sexo y la edad.

Estos experimentos sugieren un enorme potencial que estamos em-

pezando a explotar. Al ser la retinografía una prueba inocua y de 

fácil acceso, se ha convertido en un objetivo interesante a la hora 

de buscar posibles indicios de patologías no necesariamente rela-

cionadas con la RD.

2. Desarrollo de un sistema automático para la clasificación de reti-

nografías

Para diseñar e implementar un sistema automático, basado en téc-

nicas de inteligencia artifi cial que sea capaz de clasifi car retinogra-

fías en función de su grado de Retinopatía diabética necesitamos 

dos elementos principales: Un conjunto de datos etiquetado y los al-

goritmos que manipulan esos datos, más concretamente, la imple-

mentación de una arquitectura de red de convolución profunda que 

sea capaz de tomar como entrada una imagen de nuestro conjunto 

de datos y darnos como salida una clasifi cación o segmentación de 

dicha imagen.

2.1. Conjuntos de datos. Entrenamiento y validación

Los conjuntos de datos son parte fundamental de esta tecnología. 

Se utilizan para realizar las fases de entrenamiento y validación del 

sistema. Su elección y calidad marcarán la bondad de los resultados 

obtenidos. Son, por lo tanto, el primer paso y el más importante para 

la construcción de nuestros algoritmos de aprendizaje profundo.
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Para poder entrenar nuestras redes, necesitamos disponer de un 

gran conjunto de imágenes, correctamente etiquetadas en función 

de las clases que defi nen nuestro problema. Debemos evitar intro-

ducir posibles sesgos a la hora de seleccionar y clasifi car las imá-

genes al tiempo que maximizamos la variabilidad y representación 

de las clases.

Un buen conjunto de datos permitirá que la red generalice el pro-

blema correctamente y pueda enfrentarse a datos nuevos de forma 

efi caz.

El conjunto de datos está formado por patrones que son parejas de 

información (entrada/salida deseada) y que permiten al sistema ad-

quirir el conocimiento específi co de la materia de estudio. Se trata 

por tanto de un sistema de aprendizaje basado en ejemplos y por 

eso es tan importante disponer de un buen conjunto de datos que 

caracterice correctamente el problema a resolver.

En el caso concreto del análisis de retinografías para su clasifi cación 

en función del grado de Retinopatía Diabética. Nuestro conjunto de 

datos se conformará a partir de las imágenes previamente diagnosti-

cadas por un especialista, ya que este diagnóstico será la base para la 

división en clases del conjunto de datos. Al enfrentarnos a un conjun-

to de imágenes obtenidas en práctica clínica real, nos encontraremos 

con diversos problemas derivados de la variabilidad de las fuentes 

de datos. Esta realidad, imágenes desenfocadas, no centradas, con 

sombras, artefactos nos obliga a implementar un control de calidad 

que nos permita obtener un conjunto de datos de entrenamiento lo 

sufi cientemente bueno como para poder abordar el problema.

Es importante que todas las clases estén igualmente representadas 

dentro del conjunto de datos de entrenamiento. Esto implica que 

los datos se distribuyan equitativamente entre las clases objetivo, 

esta situación no se suele dar en la vida real, por lo que se recurre a 

técnicas para aumentar las clases menos representadas. Estas téc-

nicas generan patrones de entrenamiento artifi ciales que se añaden 

al conjunto de datos de entrenamiento, de esta forma conseguimos 

un conjunto de datos mejor balanceado.

Estas técnicas para aumentar el conjunto de datos pueden variar 

en función de la naturaleza del problema, pero suele ser muy co-

mún, la rotación, inversión, escalado y recorte de las imágenes. Los 

cambios en el brillo y contraste también pueden generar nuevos 

patrones de entrenamiento válidos.
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Una vez defi nido nuestro conjunto de datos correctamente etique-

tado debemos dividirlo en dos grupos. Un primer grupo que se 

utilizará para el entrenamiento de la red y un segundo grupo que 

se utilizará para validar la red una vez entrenada, de forma que 

podamos obtener métricas que nos permitan evaluar la bondad de 

nuestro sistema.

2.2. Algoritmos. Arquitectura e implementación.

A medida que se ha ido desarrollando la teoría y tecnología que 

cimienta las redes de convolución profunda, han surgido distintas 

arquitecturas que han logrado destacar por sus resultados. Dichas 

arquitecturas se han convertido en los estándares a la hora de abor-

dar un problema de clasifi cación de imágenes.

Arquitecturas como VGG16, ResNET50, Inception, Xception, son 

comunes y de amplia utilización tanto en la literatura como en la 

aplicación real. Cada una de estas arquitecturas presenta caracte-

rísticas que se pueden adaptar mejor o peor a nuestro problema, y 

son mutables. Seleccionar una arquitectura de partida e introducir 

modifi caciones que nos permitan mejorar los resultados obtenidos, 

optimizar su ejecución, reducir los requisitos computacionales, es 

la tarea de los especialistas en este campo.

Actualmente estamos en un estado de desarrollo tecnológico que 

podemos denominar Inteligencia Artifi cial “estrecha”. Esto signifi ca 

que podemos construir buenos algoritmos para resolver problemas 

concretos y cada problema requiere una adaptación y un trabajo 

específi co. Una técnica comúnmente empleada para minimizar las 

barreras de entrada para cada nuevo problema es la transferencia 

de conocimiento que consiste en trasplantar de forma parcial parte 

de las arquitecturas y conocimientos de redes entrenadas en otra 

área específi ca de conocimiento para después proceder a reentre-

nar y adaptar el comportamiento al nuevo problema.

 La experiencia con los conjuntos de datos y el conocimiento de 

dichas arquitecturas, forman parte de una metodología de trabajo 

que se confi gura día a día, al tratarse de un campo tan novedoso 

como fascinante.

Una vez que hemos diseñado nuestra arquitectura de red partiendo 

de alguna de las arquitecturas preexistentes o partiendo de cero si 

la naturaleza de nuestro problema lo requiere, pasamos a su im-
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plementación por medio de alguno de los frameworks de desarrollo 

que tenemos a nuestra disposición.

2.3. Framework de desarrollo. Tensorflow

Actualmente existen varios entornos de desarrollo que nos permiten 

implementar esta tecnología de forma rápida y cómoda. De entre 

ellos destaca el “framework” TensorFlow, al tratarse de un entorno 

totalmente libre y abierto. Desarrollado por Google y puesto al servi-

cio de la comunidad, ha crecido rápidamente convirtiéndose en un 

estándar de desarrollo en lo que a Deep Learning se refi ere (9).

TensorFlow 2.0 nos provee de las herramientas necesarias para di-

señar, construir, entrenar, validar y poner en producción, cualquier 

sistema basado en redes de convolución profunda. Incluso nos pro-

porciona implementaciones de las arquitecturas de red más comu-

nes como son VGG, ResNET, Inception y Xception.

De esta forma podemos implementar nuestra IA especializada de 

forma ágil y trasladarla a un entrono de producción escalable y en 

la nube si fuera necesario.

2.4 Entrenamiento

Los sistemas de Inteligencia Artifi cial requieren de un proceso ite-

rativo de entrenamientos y mejora continua y existen multitud de 

parámetros (hiperparámetros) que infl uyen en el comportamiento 

fi nal del sistema y que debemos probar y ajustar en estas fases. Así 

mismo se deben de realizar controles de calidad sobre el conjunto 

de datos de entrenamiento corrigiendo posibles errores en los mis-

mos para mejorar su calidad.

El proceso de entrenamiento consiste dar como entrada a la red 

nuestro conjunto de datos de entrenamiento y modifi car los pará-

metros de la red en cada iteración intentando minimizar el error en 

la clasifi cación de salida. Si hemos implementado nuestra red en un 

entorno como TensorFlow, tenemos a nuestra disposición todas las 

funciones necesarias para realizar dichos entrenamientos (Fig 3).
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Una iteración del proceso de entrenamiento sobre la totalidad de los 

datos de entrenamiento es lo que consideramos una época. Al fi nal 

de cada época obtenemos una serie de indicadores sobre el estado 

de la red y su nivel de acierto.

Llegado este punto debemos tomar decisiones sobre los hiperpará-

metros de la red, tratando de obtener los mejores resultados posi-

bles. Podemos cambiar el tamaño de entrada de la red, modifi car 

la tasa de aprendizaje, el número de capas densas, redefi nir la fun-

ción de error, normalizar la entrada a la red... Todo a través de un 

proceso de ensayo y error que nos conducirá hasta una iteración 

con unos niveles de error aceptables en función de la naturaleza de 

nuestro problema. Debemos tener presente que la red generada no 

es un ente estático. Debemos seguir iterando sobre ella en un pro-

ceso de mejora continua. Esto implica arbitrar y ejecutar procesos 

de ampliación y refi nado del conjunto de datos entre otros (Fig 4).

Figura 3. Ejemplo de evolución de entrenamiento de redes utilizando TensorFlow
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3. Implementación de un sistema de inteligencia artificial basado en 

retinografías en práctica clínica

Existen dos modelos de aplicación de inteligencia artifi cial, consu-

midores de inteligencia artifi cial o generadores de inteligencia, de 

forma similar al paradigma del software en el que podemos sim-

plemente, instalar y usar los programas de ordenador ya creados o 

implementar y desarrollar nuestros propios paquetes adaptados a 

nuestras necesidades y funcionalidades.

Para saber qué es lo que tenemos que hacer para usar inteligencia 

artifi cial en mi práctica clínica diaria debemos responder primero 

a la pregunta de si lo que queremos hacer es simplemente usarla 

como apoyo en nuestro trabajo diario o generar nuevos sistemas 

basados en este tipo de tecnología para nuestros procesos. Para 

cualquiera que sea la respuesta a esta pregunta y siempre previo 

al abordaje de un cambio en nuestros fl ujos de proceso usando 

este tipo de tecnología, deberemos analizar de forma crítica cómo 

realizamos la captura de datos de nuestros pacientes y el análisis de 

cómo son tomadas las imágenes del fondo del ojo.

Figura 4. Captura de pantalla del proceso de análisis de retinografías, y generación 

de mapas de activación, en un sistema de inteligencia artifi cial.
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El proceso debe ser de autocrítica rigurosa, pues si sólo dispone-

mos de sistemas informáticos aislados, con registros no normaliza-

dos, con entradas manuales de datos en varias fases del proceso 

-sin integración-, con datos poco estructurados o sin tabular, po-

dremos, en el mejor de los caso, sólo hacer un uso de los sistemas 

de inteligencia artifi cial generados por terceros y no deberíamos 

intentar adentrarnos el mundo de generar nuevos algoritmos que 

van a estar siempre limitados por la calidad en la información clí-

nica usada.

Debemos tener en cuenta que todo sistema que no esté conectado, 

que no esté volcando datos de forma ordenada y pactada, que no 

permita interactuar con él desde fuera para controlar el fl ujo del 

proceso, sólo podrá usar parte de la potencialidad que tienen los 

nuevos sistemas y nos limitarán el uso en la práctica diaria basada 

en inteligencia artifi cial. 

Para hacer un análisis realista de nuestra práctica clínica debere-

mos generar los siguientes mapas que nos ayuden a tener una vi-

sión global del proceso y analizar puntos dónde se podría introducir 

un análisis automático: mapa de retinógrafos, fl ujo de trabajo y re-

gistro de datos.

3.1. Mapa de Retinógrafos: en el que deberá quedar reflejado como 

mínimo los siguientes componentes y funcionalidades:

- Capacidades y funcionalidades tecnológicas de los retinó-

grafos disponibles.

-  Capacidad de conexión del retinógrafo a la red informática 

del Hospital o de Atención Primaria.

-  Formato y resolución de las imágenes tomadas por del re-

tinógrafo (se deberá evaluar la capacidad de recorte auto-

mático y formato de la periferia de la imagen, así si como si 

el propio dispositivo genera metainformación asociada a la 

captura y que pueda ser usada por el algoritmo).

-  Capacidad del retinógrafo para interactuar con él de forma 

externa (selección de áreas a analizar, confi guración de los 

formatos de salida de la imagen, ubicación de los fi cheros 

de salida, etc).

-  Capacidad del equipo para interactuar con el mundo exte-

rior (se deberá evaluar si el retinógrafo permite el envío de 

la imagen a una dirección de internet personalizable para 

su evaluación fuera del equipo o si por el contrario, si es el 

propio retinógrafo autónomo para realizar el análisis).
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-  Versiones de fi rmware soportados y disponible (en la revisión 

de los retinógrafos, se deberá revisar si el dispositivo está actua-

lizado y con todas las capacidades y licencias disponibles).

-  Antigüedad equipos y grado de obsolescencia.

-  Momento y duración del proceso en el que es utilizado en 

el circuito que recorre el paciente. (para una implantación 

adecuada de análisis con inteligencia artifi cial en retinogra-

fía, se deberá tener en cuenta si la imagen es tomada en 

distintos niveles asistenciales -atención primaria, atención 

especializada- si esta es evaluada en el mismo memento 

que es tomada y cuales son los circuitos de derivación en 

caso de requerirlo).

-  Afecciones al paciente en la técnica. (Se deberá evaluar 

el grado de calidad de las imágenes tomadas, pues una 

imagen sin calidad implica nuevas visitas para la captura 

de datos y/o derivaciones innecesarias).

3.2. Flujo de trabajo: en este esquema deberá quedar reflejado los 

siguientes componentes del proceso:

+  Actores participantes (defi nir quienes participan en el pro-

ceso -enfermeros, oftalmólogos, técnicos, etc.).

+  Flujo del paciente. (defi nir el número visitas que debe reali-

zar un paciente para el análisis de su fondo de ojo)

+  Interacciones entre los actores y el sistema. (describir como 

se usa el sistema: descarga de imágenes, cambio de nom-

bre de los fi cheros, almacenar en la historia clínica, etc.)

+  Duración de los fl ujos en el proceso.

+  Métricas de los procesos.

+  Flujos alternativos a los que se pueda derivar los datos cap-

turados al paciente y que puedan ser usados por otras es-

pecialidades.

3.3. Registro de datos: en este esquema deberán quedar reflejados 

los datos que son capturados durante el proceso de atención:

+  Datos de citas (posibilidades de integración con sistema de 

agendas y cita previa).

+  Datos demográfi cos.

+  Registros clínicos tomados (cantidad, formatos, calidad, 

disponibilidad).

+  Registros de actividad. (registro de tiempos, usuarios).

+  Posibilidad de incorporar datos anexados de otros sistemas 

para un mayor y mejor diagnóstico.



APLICACIÓN DE LA INTELIGENCIA ARTIFICIAL 

EN EL PROCESAMIENTO DE IMÁGENES DE RETINOGRAFÍA

41

Estos mapas nos permitirán evaluar en que punto es factible la in-

troducción integral o parcial del análisis automático en las retino-

grafía y los requerimientos legales que aplican en según qué tipo 

de predicciones hagamos, así, por ejemplo, no conlleva la misma 

repercusión técnico/legal introducir un elemento automático de 

control de calidad sobre una un fondo de ojos para decidir si la 

misma tiene calidad o no, que para determinar el grado de retino-

patía diabética del. En el primer caso estaríamos evitando molestias 

y perdidas innecesarias de tiempo al personal que interviene en el 

fl ujo de trabajo, al tener que analizar datos que no tienen la calidad 

sufi ciente frente a la otra decisión donde estaríamos haciendo un 

análisis clínico automático de datos relacionados con salud.

Dentro de este escenario, un aspecto también a tener en cuenta y 

que deberemos incorporar al retinógrafo es, la capacidad de inte-

ractuar con el sistema de inteligencia artifi cial sin que suponga aña-

dir procesos manuales a los actores que intervienen. Es frecuente, 

encontrar sistemas que debido a su falta de integración precisan del 

uso de almacenamiento temporal para intercambiar fi cheros o abrir 

múltiples programas para poder analizar los datos o, simplemente, 

la exportación y análisis de datos requieren de intervención humana 

para su evaluación, esto, por tanto, no deja de ser otra amenaza 

para el éxito de este tipo de proyecto al mantener los fl ujos casi 

intactos o complicándolos más. El análisis automático no viene para 

sustituir al humano, viene para que el humano pueda hacer otros 

procesos que aporten más valor, aspecto este que hay que presente 

a la hora de introducir este tipo de técnicas, pues no estará exento 

de críticas y resistencia al cambio.

En el caso de que nuestros sistemas de información estén lo sufi -

cientemente maduros como consecuencia de su nivel de integración 

con el resto de sistemas, con una buena calidad de la información 

almacenada y un adecuado etiquetado de las retinografías, además 

de disponer de los recursos humanos adecuados (clínicos y tecnoló-

gicos) para abordar este tipo de retos, deberemos tener además de 

los mapas anteriores (Mapas de Equipos, Flujos de Trabajo y Regis-

tro de Datos) una visión clara de las prioridades y de que es lo qué 

buscamos a la hora de emplear este tipo de técnicas: cribado de pa-

cientes, revisión de casos, atención temprana, aprendizaje, nuevos 

procesos de diagnóstico, mejora de técnicas, rapidez en la atención, 

formación, efi ciencia, pues esto nos permitirá afrontar de una forma 

holística  desde el principio del proceso y fi jando las estrategias de 

trabajo de cara a cubrir todos los requerimientos técnicos, funciona-

les y  legales necesarios.
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4. Sistemas de cribado de retinopatía diabética basados en inteli-

gencia artificial

El desarrollo de los algoritmos de inteligencia artifi cial (IA) se ha 

extendido gracias a iniciativas como la de Google Health (9), en 

la cual no sólo demuestra la alta sensibilidad y especifi cidad que 

puede alcanzar un sistema de IA para el screening de la retinopatía 

diabética (RD), sino que difunde las herramientas necesarias para 

hacerlo, tal y como comentamos anteriormente. 

Tras el desarrollo del algoritmo de IA se debe: publicar los resulta-

dos, realizar una validación en práctica clínica real para ser aproba-

do por los organismos regulatorios correspondientes como la Food 

and Drug Administration (FDA) para Estados Unidos de América o 

la European Medicines Agency (EMA) para Europa.

Si bien es verdad que el sistema de Google Health fue el primero 

en publicar la primera gran validación clínica de su algoritmo de IA 

en la detección de la retinopatía diabética y el edema macular dia-

bético, no ha presentado una herramienta específi ca que haya sido 

validada por la FDA o EMA.

Los requerimientos de la FDA para la validación clínica es la obten-

ción de una sensibilidad superior al 85% y una especifi cidad del 

82.5%, y actualmente existen dos sistemas de IA basado en retino-

grafía validados por la FDA: IDX-DR (10,11) y Singapore Eye Lesion 

Analyzer (SELENA)(12). 

En el año 2018 la FDA validó el primer sistema, basado en inteligen-

cia artifi cial, para la detección de retinopatía diabética (10): IDx-DR. 

En 2019 se ha producido la validación del segundo sistema de IA 

basado en retinografías por la FDA: Singapore Eye Lesion Analyzer 

(SELENA) (12), si bien es verdad que este sistema no sólo ha sido 

validado para la retinopatía diabética, sino también para el glauco-

ma y la degeneración macular asociada a la edad.

Existen diversos sistemas de IA, basados en retinografías, para el 

screening de la RD sin validación por FDA o EMA, lo cual conside-

ramos ha de ser un criterio indispensable para poder ofrecer el ser-

vicio de screening y ser implantado en práctica clínica real (13-17).
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Una muestra de los principales algoritmos de IA para el screening 

de la RD se presenta en la tabla 1.

Autor Año
Tipo 

de red

Muestra 

de 

entrenamiento

Muestra 

de 

validación

AUC
Sensibi-

lidad

Especifi -

cidad

Abràmoff 

et al. (16)

2016

2018

2019

AlexNet

VGGNet
1748

819

1616

0.98

NR

NR

96.8%

87.2%

100%

87.0%

90.7%

97.8%

Gulshan 

et al. (9)
2016 Inception-V3 128175

9963

1748

99.1

99.0

97.5%

96.1%

93.4%

93.9%

Ting 

et al. (12)
2017 VGGNet 76370

71896

40752

4504

93.6

0.89-0.98

97.3

90.5%

91.8-100%

92.3%

91.6%

73.3-92.2%

89.0%

Li 

et al. (14)
2018 Inception-V3 71043 35201 95.5 92.5% 98.5%

Bhaskaranand 

et al (17)
2019 VGGNet 40542 101710 96.5 91.3% 91.1%

Tabla 1. Principales algoritmos de IA para el diagnóstico de la retinopatía diabética.

5. Implicaciones asistenciales del cribado poblacional basado en re-

tinografías en práctica clínica

La detección precoz de una patología a menudo es el objetivo de 

las campañas de salud, aunque sin embargo no siempre tiene el 

resultado esperado al fi nal del proceso, ya que, en el mejor de los 

supuestos, se detectan ya casos con patología en estadios iniciales 

que deberán pasar a programas de tratamiento. 

Según el documento marco sobre cribado poblacional de la comi-

sión de Salud Pública del Ministerio de Sanidad y Consumo de 2010 

(18), el cribado se aplica a “población que no presenta síntomas de 

la enfermedad cribada, y sólo una pequeña parte de la población 

sometida a cribado padece la enfermedad o condición específi ca 

objeto del cribado y por tanto se va a benefi ciar de la intervención.
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La implantación de un programa de cribado supone la aparición de 

sujetos de riesgo y nuevos casos, incluso de falsos positivos, y la 

calidad de el programa de cribado ha de estar en consonancia con 

las soluciones que se den a los resultados. 

El RD 1030/2006 establece que “habrá que garantizar que ninguna 

técnica, tecnología o procedimiento clínico relevante se generalice 

en el sistema sin una previa evaluación pública de su seguridad, 

coste y utilidad” (19).

El cribado de una población respecto a una enfermedad ha de tener 

como objetivo patologías con alta incidencia, capaces de modifi car 

el estado de salud de una sociedad sobre la que recaerán los cos-

tes, tanto directos como indirectos, de la patología objeto. 

La capacidad de mejorar la efi ciencia del diagnóstico precoz para en 

este caso la retinopatía diabética, es la justifi cación para su implan-

tación y dotación presupuestaria, ya que dará un retorno importante 

a la sociedad diana, tanto en términos de salud como económica.

Según el documento marco, la prueba utilizada par el cribado, ha 

de ser simple, segura, válida, fi able y efi ciente. 

Dependiente de la naturaleza de la prueba, retinografía para reti-

nopatía diabética, son la sencillez de realización y la seguridad. La 

efi ciencia es atribuible al diseño del circuito del medio donde se 

realizará el cribado y la validez y fi abilidad de la prueba es direc-

tamente imputable al observador, que emitirá unas conclusiones 

sobre la imagen y condicionará el circuito, que será igual igual para 

todos los observadores.

El observador ha de estar entrenado y debe tener asignados unos 

recursos, directos e indirectos, una capacidad de trabajo y una al-

ternativa para mantener la previsión de trabajo diseñado, es decir, 

más de un observador. ¿Quién ha de ser el observador? ¿Un medico 

general? ¿Un optometrista? ¿Un oftalmólogo general? ¿Un retinólo-

go especialista? Lógicamente el rendimiento, es decir, la validez y 

fi abilidad del explorador es más cuanto más entrenamiento tiene, y 

en este caso, un oftalmólogo especialista en retina sería el gold es-

tándar. La telemedicina basada en retinografía está especialmente 

desarrollada en zonas geográfi cas donde el acceso al especialista 
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es costoso y a veces complejo y la gestión de la imagen es más 

efi ciente si es ella la que viaja al centro de lectura especializado. No 

obstante, allí es necesaria la actuación humana especializada y los 

programas de cribado por telemedicina pueden verse en riesgo por 

esta necesidad (20) así como la dependencia de formación conti-

nua del observador, atendiendo a las incidencias humanas.

Es numerosa la bibliografía que nos compara las capacidades 

diagnósticas de un sistema de Inteligencia Artifi cial (IA)con los es-

tándares hasta la fecha, pero tomando como referencia el trabajo 

de Michael Abramoff (20) en el que pone a prueba el sistema de 

IA de manera controlada frente a Wisconsin Fundus Photograph 

Reading Center (FPRC), el sistema de IA superó en especifi cidad 

(87.2% (95% CI, 81.8–91.2%)(>85%) y especifi cidad 0.7% (95% 

CI, 88.3–92.7%) (>82.5%) al citado centro de referencia. 

Parece demostrado que los sistemas de IA son capaces de diagnos-

ticar antes, dar más verdaderos positivos y menos falsos negativos 

además de ser entrenados con mayor rapidez, aunque no están 

exentos de necesidades estructurales.

El objetivo del programa de cribado es pues, diagnosticar más pa-

cientes sin clínica que tengan de manera cierta la enfermedad, 

siendo de esta forma mucho menos costosas las decisiones a tomar 

y por tanto mejorando de manera sensible la salud de la población, 

en este caso los pacientes con retinopatía diabética. Lógicamente 

los algoritmos deben de ser capaces de estadiar mejor la RD. Tam-

bién conocemos que la observación humana tiene pérdidas en la 

observación y los estadiajes son más avanzados cuando empleamos 

sistemas de IA (21).; sin embargo, con la mejora de los algoritmos, 

al igual que el entrenamiento de los observadores, tendremos más 

pacientes diagnosticadas al cabo de los años, pero con estadíos de 

menor gravedad.

Como comentamos, los objetivos no clínicos, los estructurales, 

dejan de depender del factor humano laboral, la carga de trabajo 

prevista sólo estará condicionada por el fl ujo de información y la 

velocidad de análisis de los datos. La toma de decisiones en fun-

ción del resultado de la observación automatizada ha de resultar 

en modifi caciones de los circuitos; más pacientes estudiados, más 

diagnósticos precoces. 
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Es  de observar, que el factor humano será necesario, pues el desa-

rrollo de los algoritmos depende de observadores experimentados, y 

aún se identifi can factores de confusión en casos de pluripatologías, 

en ocasiones con marcadores de enfermedad comunes con signifi -

cado similar, por ejemplo, hemorragias en la retina; sin embargo, el 

papel del experto será diferente y se han de establecer relación con 

otras ramas de profesionales, como ingenieros, estadistas y ges-

tores de datos.
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CAPITULO 4.
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PROCESAMIENTO DE IMÁGENES DE TOMOGRAFÍA 

DE COHERENCIA ÓPTICA (OCT)
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4. Aplicación de inteligencia artificial en procesamiento de imáge-

nes de tomografía de coherencia óptica (OCT)

4.1 Antecedentes y Signifi cancia

4.2 Identifi cación y Caracterización de los tipos de EMD me-

diante Técnicas Avanzadas de Procesado de Imagen e 

Inteligencia Artifi cial

4.2.1 Segmentación de las capas de la retina

4.2.2 División entre retina interna y externa

4.2.3 Identifi cación de los diferentes tipos de EMD

4.3 Relevancia clínica de la herramienta

•  El EMD es la principal causa de pérdida visual en los pacientes diabéti-

cos.

•  La OCT se ha convertido en la prueba fundamental para realizar el diag-

nóstico y seguimiento de los pacientes con EMD en las consultas de 

oftalmología.

•  El EMD presenta diferentes patrones morfológicos y de distribución del 

fluido en las imágenes de OCT.

•  Presentamos un método, completamente automático, que permite ana-

lizar la presencia de EMD y clasificarlo correctamente usando imágenes 

de cortes de OCT.

•  Esta herramienta facilita el seguimiento de estos pacientes en la consul-

ta y podría permitir en un futuro el estudio de marcadores de respuesta 

de una manera rápida y precisa.
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4.1 Antecedentes y Significancia
 
Los recientes avances tecnológicos en Inteligencia Artifi cial (IA), es-
pecialmente en las técnicas de aprendizaje automático, han produ-
cido un impacto signifi cativo en el campo del análisis automático de 
imágenes en oftalmología1. Estos avances han permitido el diseño y 
desarrollo de nuevos sistemas de información que asisten a los clí-
nicos en los diferentes pasos del proceso de diagnóstico de diferen-
tes patologías oculares como el edema macular diabético (EMD), la 
degeneración macular asociada a la edad (DMAE), el glaucoma o la 
membrana epirretiniana (MER), entre otras enfermedades oculares 
de relevancia clínica signifi cativa. Además, estos nuevos sistemas 
informáticos facilitan el diagnóstico precoz y, por lo tanto, mejoran 
tanto los tiempos de cribado como la exactitud y la calidad de la 
evaluación realizada por el oftalmólogo, proporcionando una mejor 
calidad asistencial a estos pacientes.
 
En este sentido, los sistemas de diagnóstico asistido por ordenador 
(CAD) se han convertido en un área de investigación muy relevante 
en el campo de la oftalmología. Estas herramientas computaciona-
les se utilizan para ayudar a los oftalmólogos en la compleja tarea 
de toma de decisiones en diversos entornos clínicos mediante el 
análisis automático y procesado de diferentes tipos de modalidades 
de imágenes como la retinografía en color, la angiografía fl uoresceí-
nica (AFG), la tomografía de coherencia óptica (OCT), la angiografía 
por tomografía de coherencia óptica (OCT-A), etc. De esta manera, 
los sistemas CAD se han convertido en un pilar fundamental de la 
práctica clínica habitual, por lo que se utilizan en la gran mayoría 
de los servicios clínicos, facilitando y simplifi cando el trabajo de los 
especialistas en el diagnóstico y seguimiento de los diferentes tipos 
de patologías oculares.
 
En particular, la OCT, es una técnica de exploración oftalmológica 
no invasiva que es ampliamente utilizada en los servicios de oftal-
mología. Esta técnica es capaz de generar imágenes tomográfi cas 
de diferentes tipos de estructuras oculares con alta resolución y en 
tiempo real. Además, estas imágenes pueden ser obtenidas tanto 
del segmento anterior como del segmento posterior, permitiendo un 
completo análisis de la morfología ocular y el seguimiento de la evo-
lución de las áreas de interés con posibles alteraciones patológicas.
 
La tecnología de la OCT se basa en la interferometría de baja co-
herencia de Michelson2 y utiliza luz cercana al espectro infrarrojo 
en lugar de ondas sonoras para generar un conjunto de imágenes 
tomográfi cas con una resolución axial y lateral micrométrica. La luz 
emitida por el dispositivo OCT se refl eja desde el tejido ocular ana-
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lizado y es capturada por un sensor. Posteriormente, un softwa-
re analiza y combina las señales de la luz refl ejada para formar la 
imagen de la OCT. La Figura 1 ilustra una confi guración típica del 
sistema óptico en el que está basado el OCT.

Las imágenes generadas pueden representarse tanto en escala de 
grises como en escala de color logarítmica, lo que permite un aná-
lisis más preciso de cada tejido ocular de acuerdo con la combi-
nación de las propiedades de refl exión, absorción y dispersión de 
la luz.
 
La diabetes mellitus (DM) es una patología crónica que plantea uno 
de los problemas sanitarios más importantes, derivado de su cre-
ciente aumento, sus graves implicaciones para los pacientes que la 
padecen, la morbilidad y mortalidad elevada que conlleva y el ele-
vado volumen de recursos que consume. La Retinopatía Diabética 
(RD) y el edema macular diabético (EMD) son las complicaciones 

Figura 1. Sistema óptico en el que está basado el OCT.
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microvasculares más frecuentes de la DM. El EMD representa una 
de las principales causas de pérdida de visión y ceguera irreversi-
ble en los países desarrollados3, según las estadísticas publicadas 
por las directrices de la Organización Mundial de la Salud (OMS). 
Por lo tanto, esta patología ocular es reconocida como un grave 
problema de salud pública, que tiene un impacto signifi cativo en 
el bienestar económico, personal y social de las personas que lo 
padecen.

Las imágenes OCT son empleadas en la práctica clínica habitual 
para evaluar de forma cuantitativa y cualitativa los cambios morfo-
lógicos de la retina asociados a la acumulación de fl uido. La me-
dida del espesor retiniano así como  la identifi cación, localización, 
cuantifi cación y seguimiento a largo plazo de este fl uido es posible 
gracias a la excelente correlación de las imágenes de la OCT con 
la histología retiniana.
 
Uno de los primeros intentos de clasifi car estos hallazgos, utili-
zando exclusivamente las características observables en las imá-
genes de OCT, fue la clasifi cación clínica del EMD propuesta por 
Otani et al.4 en la que se diferenciaban tres categorías patológicas: 
desprendimiento del neuroepitelio (SRD, Serous Retinal Detach-
ment), edema macular quístico (CME, Cystoid Macular Edema), y 
engrosamiento simple “en forma de esponja” (DRT,  Diffuse Retinal 
Thickening). La Figura 2 muestra un ejemplo representativo de una 
imagen OCT con la presencia simultánea de los 3 tipos EMD.
  

Figura 2. Ejemplo representativo de una imagen OCT con la presencia simultánea de 

los tres tipos EMD.
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Posteriormente, el grupo de Panozzo et al.5 refi nó y complementó 
esta clasifi cación clínica añadiendo otras características como el 
grosor retiniano, la difusión, el volumen, la morfología y la presen-
cia de tracción vitreomacular, tal como podemos observar en la 
representación esquemática de la Figura 3.

 
En los últimos años, han surgido un creciente número de propues-
tas computacionales centrando sus estudios en la identifi cación 
automática del fl uido intrarretiniano mediante análisis de imáge-
nes OCT, en muchos de los casos utilizando aproximaciones de IA. 
Como referencia, Hassan et al.6 emplearon máquinas de soporte 
vectorial (SVM, support vector machines) utilizando un subconjunto 
formado por 5 características (3 características basadas en el grosor 
de la retina y 2 características basadas en la localización de las re-
giones con fl uido dentro de la retina). Schleg et al.7 desarrollaron un 
sistema automático que utiliza un enfoque de aprendizaje profundo 
para la identifi cación y cuantifi cación de CME utilizando imágenes 
de OCT. Lu et al.8, presentaron un sistema automático que utiliza 
el modelo de red neural convolucional (CNN, convolutional neu-
ral network) para la segmentación de los edemas tipo CME y SRD. 
De manera similar, Girish et al.9 publicaron un enfoque automático 
para el análisis y la segmentación de las regiones con EMD de tipo 
CME utilizando un modelo de CNN. Rashno et al.10 presentaron 

Figura 3: Clasifi cación del EMD basada en las images OCT de Panozzo et al. [5].
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un sistema para la identifi cación de regiones patológicas (CME) en 
imágenes de OCT. Para ello, los autores utilizaron la información 
extraída del dominio combinada con la aplicación de un modelo 
basado en la teoría de grafos. Moura et al.11 expusieron una me-
todología totalmente automática para la detección de EMD con un 
enfoque de aprendizaje profundo. Vidal et al.12 desarrollaron un 
sistema totalmente automático para la identifi cación de regiones 
con fl uido patológicas en imágenes de OCT combinando técnicas 
de aprendizaje máquina con la representación intuitiva de mapas 
de calor. De manera similar, Otero et al.13 presentaron un sistema 
automático para la representación de las regiones fl uidas mediante 
mapas representativos para cada uno de los tres tipos de EMD.
 
En este capítulo de la monografía presentamos el primer sistema 
completamente automático para la identifi cación y caracterización 
simultánea de los 3 tipos de EMD (CME, SRD y DRT) utilizando 
imágenes de OCT14. Este sistema segmenta la retina en externa e 
interna. A continuación, localiza todos los tipos de EMD en cada 
capa mediante técnicas avanzadas de procesamiento de imágenes 
(para la identifi cación de edemas de tipo CME y SRD) y estrate-
gias de aprendizaje automático (para la identifi cación de edemas 
de tipo DRT). Finalmente, la herramienta presenta al clínico una 
representación intuitiva de todos los tipos de EMD identifi cados y 
caracterizados de forma simultánea. 
 

4.2 Identificación y Caracterización de los tipos de EMD mediante 

Técnicas Avanzadas de Procesado de Imagen e Inteligencia Artifi-

cial
 
Como se describe en la Figura 4, la herramienta presentada está 
compuesta por tres módulos principales: (I) segmentación de las 
capas de la retina, (II) división entre retina interna y externa y 
(III) identifi cación de los tres tipos de EMD (SRD, DRT y CME). 
Primero, se identifi can automáticamente las cuatro capas retinia-
nas: ILM, OPL, IS/OS y RPE. Estas capas proporcionan la delimita-
ción precisa de las regiones donde suelen localizarse los diferen-
tes tipos de edema. Posteriormente, se defi nen dos regiones en 
la retina: la retina externa y la interna. La región inferior, la parte 
externa de la retina, está limitada por las capas OPL/RPE mientras 
que la región superior, la retina interna, está limitada por la las 
capas ILM/OPL. Finalmente, los tres tipos de EMD son identifi ca-
dos y caracterizados de forma simultánea. Para la identifi cación y 
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caracterización de la región con fl uido que es ocupada por cada 
tipo de EMD, el método utiliza tres estrategias diferentes. Para la 
identifi cación de los edemas SRD y CME, se combinan diferentes 
técnicas avanzadas de procesado de imagen con la aplicación de 
restricciones de conocimiento clínico. En el caso del edema tipo 
DRT, dado su aspecto regional difuso que requiere un proceso de 
extracción más complejo, se diseñó un análisis exhaustivo utilizan-
do una estrategia de aprendizaje automático, explotando caracte-
rísticas de intensidad, textura e información específi ca del dominio 
clínico. El funcionamiento de cada uno de los módulos se expondrá 
en los siguientes apartados.
 
 

4.2.1 Segmentación de las capas de la retina
 
En este módulo, se identifi can cuatro capas retinianas: ILM, RPE, 
IS/OS y OPL. Estas capas son las más signifi cativas para el sistema 
ya que delimitan las regiones de la retina claves en la detección de 
diferentes alteraciones patológicas. En el sistema propuesto, para 
segmentar las capas ILM, RPE e ISOS, se ha seguido el trabajo de 
Chiu et al15, por su simplicidad y por ser una estrategia consolidada 
y robusta. Este sistema emplea la teoría de grafos para representar 
cada imagen de OCT, de forma que cada nodo corresponda a un 
píxel en la imagen. Posteriormente, se emplea una estrategia basa-
da en la programación dinámica para determinar el camino óptimo 
entre los nodos. Los pesos mínimos son calculados por el algoritmo 
de Dijkstra16, identifi cando las tres capas retinianas. Para la capa 
OPL, diseñamos una estrategia específi ca basada en un enfoque 

Figura 4: Representación esquemática de la metodología presentada para la 

identifi cación y caracterización automática de los tres tipos de EMD (SRD, DRT y CME).
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de crecimiento regional utilizando un conjunto representativo de 
semillas distribuidas para obtener la región correspondiente con 
propiedades de intensidad similar. En la Figura 5, podemos obser-
var un ejemplo representativo del módulo de segmentación de las 
capas de la retina.

4.2.2 División entre retina interna y externa
 
Dado que cada tipo de EMD aparece típicamente en regiones espe-
cífi cas dentro de la retina, también se identifi can dos subregiones: 
ILM/OPL (o retina interna) y OPL/RPE (o retina externa). Estas subre-
giones facilitan la posterior identifi cación y caracterización de las zo-
nas patológicas asociadas a esta enfermedad. Para ello, cada región 
de la retina se delimitó utilizando la información proporcionada por 
las capas de la retina previamente identifi cadas: la retina interna 
entre las capas ILM e OPL y la retina externa entre las capas OPL y 
RPE. Esta estrategia reduce signifi cativamente el área de búsqueda 
para cada tipo de edema, lo que aumenta la efi ciencia del sistema 
presentado en el proceso de identifi cación. En la Figura 6, podemos 
observar como el módulo realiza la división entre retina interna y 
externa.

Figura 5: Ejemplo representativo del módulo de segmentación de cuatro capas 

retinianas (ILM, OPL, RPE e ISOS).
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Figura 6: Un esquema representativo del módulo de división entre retina interna y 

externa. (a) Imagen de OCT de entrada. (b) Segmentación de la retina interna entre las 

capas ILM y OPL. (c) Segmentación de la retina externa entre las capas OPL y RPE.

4.2.3 Identifi cación de los diferentes tipos de EMD
 
La metodología desarrollada es capaz de identifi car los diferentes 
tipos morfológicos de EMD (SRD, CME y DRT). Cada uno de estos 
tipos pueden aparecer aislados o combinados en una imagen OCT. 
Los edemas de tipo SRD y DRT generalmente aparecen en la retina 
externa, mientras que los edemas de tipo CME pueden aparecer en 
ambas regiones de la retina (interna o externa).
 
Para la identifi cación de los edemas de tipo SRD y CME, se imple-
mentó un método automático basado en diferentes técnicas avan-
zadas de procesamiento de imágenes. En particular, inicialmente, 
el método restringe el espacio de búsqueda a la región de la retina 
donde suelen aparecer estos tipos de edema. A continuación, se 
aplica un algoritmo de umbralización multinivel dentro de cada re-
gión de interés, identifi cando las regiones patológicas. Finalmente, 
se utiliza una lista de diferentes criterios basados en el conocimien-
to clínico (posición relativa, área mínima, morfología, espesor de la 
retina ) para reducir el conjunto de posibles falsos candidatos.
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Para la identifi cación del edema de tipo DRT, se han implementado 
diferentes estrategias de aprendizaje automático en la retina ex-
terna. En particular, este desarrollo fue necesario debido a la gran 
variabilidad morfológica que este tipo de edema puede presentar 
en las imágenes de OCT. Para ello, se ha utilizado un conjunto 
completo y heterogéneo de 18 características obtenidas en esta 
región retiniana (para ello, se ha utilizado un conjunto de múltiples 
características obtenidas en esta región retiniana). Además, reali-
zamos un estudio de diferentes selectores de características para 
determinar el subconjunto óptimo de las mismas que mejor carac-
terizan al edema de tipo DRT. Finalmente, se usaron diferentes cla-
sifi cadores para demostrar el potencial del método implementado 
y se aplicó una etapa de post-procesamiento para abordar y corre-
gir las posibles clasifi caciones erróneas. En la Figura 7, podemos 
ver un ejemplo representativo del resultado de aplicar el módulo 
de identifi cación automática en los diferentes tipos de EMD (SRD, 
CME y DRT).

4.3 Relevancia clínica de la herramienta
 
La OCT, preferentemente de dominio espectral (SD-OCT) permite 
evaluar de forma rápida y no invasiva la retina del paciente diabéti-
co, por eso, se ha convertido en una prueba imprescindible en los 
servicios de oftalmología para llevar a cabo el diagnóstico y segui-
miento de los pacientes con EMD. Realizar un análisis detallado de 
las imágenes de OCT en la rutina diaria de la consulta es una tarea 
que consume tiempo incluso a un oftalmólogo con experiencia. Ac-

Figura 7:  Esquema representativo del módulo de identifi cación de los 3 tipos de EMD 

(SRD, DRT y CME).
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tualmente sufrimos una gran sobrecarga asistencial especialmente 
en aquellas unidades de atención a pacientes con complicaciones 
de patologías crónicas como la diabetes.
 
La atención integral del paciente con RD y EMD es uno de los gran-
des retos a los que se enfrentan los servicios de oftalmología de 
todo el mundo, máxime si consideramos el incremento previsto en 
los próximos años, debido a la mayor prevalencia de la DM. Los 
métodos basados en el aprendizaje automático para el análisis de 
imágenes retinianas podrían constituir un apoyo muy importante en 
la práctica clínica diaria.
 
Nosotros hemos presentado un método14, completamente automá-
tico, que permite analizar y caracterizar la presencia de EMD y cla-
sifi carlo correctamente por tipo usando imágenes de cortes de OCT. 
Se verifi có la capacidad de detección de esta herramienta diagnós-
tica tras analizar un total de 170 imágenes obtenidas de pacientes 
que acuden a nuestra consulta: 150 imágenes de OCT de pacientes 
con EMD y 20 imágenes de controles sanos, que previamente ha-
bían sido revisadas por un retinólogo experto. Se emplearon como 
elementos de validación la Precisión, el Recall y la F-Measure, com-
parando la capacidad de identifi cación de los tipos de edema con 
las respuestas del oftalmólogo experto. El software consiguió detec-
tar los casos de CME con una F-Measure del 91,99% global tanto 
para la retina externa como para la retina interna. En el caso del 
DRT hemos conseguido una F-Measure del 87,54% y fue capaz 
de detectar todos los casos de SRD presentados. Este es el primer 
software publicado capaz de detectar los tres tipos de EMD a la vez.
 
La herramienta informática aquí expuesta ofrece un atisbo de opor-
tunidades que ofrecen los sistemas de IA en la práctica clínica. Con 
esta tecnología de análisis, hemos logrado identifi car todos los tipos 
de EMD de forma simultánea en las imágenes de OCT, incluyendo 
casos de gran severidad con importantes alteraciones de la estruc-
tura retiniana. Esto convierte a esta herramienta en un sistema au-
xiliar de análisis de imagen de gran valor clínico, porque permite la 
evaluación del acúmulo de fl uido en la retina de una forma sencilla 
y con gran exactitud. 
 
La OMS ha constatado un aumento de la prevalencia de la diabetes 
a nivel mundial, con el aumento consiguiente de las complicaciones 
de la misma, como la RD y el EMD. A partir de herramientas como 
la aquí presentada, se pueden desarrollar nuevos sistemas de aná-
lisis que, mediante el reconocimiento de diferentes marcadores de 
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imagen17, consigan mejorar tanto el diagnóstico como predecir posi-
bles respuestas individuales a los distintos tratamientos disponibles.
 
El objetivo es conseguir la identifi cación rápida y precoz del EMD 
con un análisis preciso de los cambios volumétricos a lo largo del 
curso clínico de la enfermedad, para predecir unas pautas terapéu-
ticas óptimas para cada paciente, lo cual permitirá llevar a cabo una 
verdadera medicina personalizada.
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5. Inteligencia artificial y predicción de resultados clinicos

1. Introducción

2. Principales modelos y técnicas de IA y Machine Learning 

utilizados para predicción clínica

a. Modelos matemáticos clásicos de machine learning

b. Análisis de supervivencia

c. Modelos matemáticos de Deep machine learning

3. Aplicaciones practicas en predicción de resultados clíni-

cos

 

•  Los sistemas de imagen digital (retinografos, OCT, OCTA) proporcionan 

un vasto conjunto de datos que mediante técnicas avanzadas de IA y 

machine learning permiten predicciones clínicas.

•  Los principales focos de predicción estudiados son la respuesta a fár-

macos intravítreos y la evolución natural de las enfermedades macula-

res.

•  Los algoritmos más empleados son LASSO, RIGDE, ELASTICNET, aná-

lisis de supervivencia y la redes neuronales convolucionales.

•  Las predicciones sobre respuesta farmacológica en DMAE y EMD per-

mitirían mejorar la adhesión y cumplimiento de las pautas terapéuticas.

•  La IA podría ahorrar grandes cantidades de recursos económicos y lo-

gísticos al inferir de manera individualizada la eficacia de los distintos 

tratamientos intravítreos.

•  Los modelos de IA capaces de predecir la recurrencia de las enferme-

dades maculares podrían optimizar el seguimiento de nuestros pacien-

tes.
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1. Introducción

La medicina de precisión tiene como objetivo proporcionar indivi-

dualmente un tratamiento adecuado y oportuno para cada paciente. 

Sus estrategias diagnósticas, pronósticas y terapéuticas buscan una 

efi cacia óptima al tiempo que reducen la posible morbilidad relacio-

nada con el tratamiento(1). Uno de los principales retos en medicina 

de precisión es identifi car marcadores predictivos que informen de la 

progresión de una enfermedad y que predigan respuestas terapéuti-

cas. Sin embargo, la gran cantidad de datos biomédicos recopilados 

de fuentes moleculares, genéticas e imágenes difi culta la extracción 

y detección de biomarcadores predictivos. Recientemente, los enfo-

ques basados en inteligencia artifi cial (IA) y machine learning cons-

tituyen vías prometedoras para identifi car y validar biomarcadores 

predictivos sólidos. De una forma similar a los escenarios de clasi-

fi cación, la IA puede ser aplicada para predecir el resultado de un 

tratamiento a través de predicciones basadas en imágenes.

En nuestro campo, la principal fuente de datos para la realización 

de las predicciones se basa en los píxeles obtenidos de imágenes 

digitales oftalmoscópicas. Estas imágenes pueden proceder de sis-

temas de retinografía digital, así como de otras herramientas habi-

tuales en nuestro medio como es la tomografía óptica de coheren-

cia (OCT). Esta ingente cantidad de datos puede ser procesada y 

analizada mediante diversos métodos y modelos matemáticos de la 

rama computacional denominada inteligencia artifi cial y machine 

learning con el fi n de obtener nuevos algoritmos y predicciones que 

hasta la fecha eran impensables. 

2. Principales modelos y técnicas de IA y machine learging utilizados 

para la predicción clínica

a. Modelos matemáticos clásicos de machine learning:

La extracción de características predictivas desde píxeles se basa 

en una familia de métodos de regresión que asumen que sólo un 

pequeño número de las variables observadas están vinculadas a 

un objetivo de predicción. Existen distintos métodos de regresión 

que podemos aplicar mediante IA y machine learning para extraer 

los posibles biomarcadores desde imágenes. Uno de los problemas 

que encontramos en oftalmología es que los modelos empleados 

para realizar las predicciones son muy complejos y las funciones 

de regresión tienden a sobreajustar. Sobreajustar signifi ca que se 

encuentra una solución que funciona muy bien para los datos de 
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entrenamiento pero que funciona muy mal para datos nuevos. Lo 

que interesa es modelos que además de aprender bien, también 

funcionen y tengan un buen rendimiento con datos nuevos. Para 

intentar evitar este sobreajuste tenemos diversas herramientas ma-

temáticas siendo una de las más empleadas para nuestro propósito 

la denominada regularización. Consiste en añadir una penalización 

a la función de regresión. Esta penalización produce modelos más 

simples que generalizan mejor. 

Las regularizaciones más usadas en machine learning son least ab-

solute shrinkage and selection operador (LASSO), método Ridge y el 

método ElasticNet. Al usar la regularización, minimizamos la com-

plejidad del modelo a la vez que minimizamos la función coste. 

• LASSO:

 Este método sirve cuando sospechemos que varios de los atri-

butos de entrada son irrelevantes para el problema que esta-

mos estudiando. Al usar la regularización de LASSO fomenta-

mos que la solución sea poco densa y que algunos de los co-

efi cientes de la función de regresión obtenida acaben valiendo 

cero. Esto puede ser útil para descubrir cuales de los atributos 

de entrada son relevantes y en la obtención de modelos que 

generalicen mejor. Este método funciona mejor cuando los atri-

butos no están muy correlacionados entre ellos.

Figura 1: A medida que la complejidad de un modelo aumenta, la varianza de las 

estimaciones y el error total también aumentan. Por ese motivo regularizamos hacia 

la complejidad óptima del modelo.
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• RIDGE:

 Este método es útil cuando intuimos que varios de los atri-

butos de entrada esta correlacionados entre sí. Ridge a di-

ferencia de LASSO hace que los coefi cientes acaben siendo 

más pequeños, no cero. La disminución de los coefi cientes 

minimiza el efecto de las correlaciones entre los atributos de 

entrada y permite que el modelo se generalice mejor. Este mé-

todo funciona mejor cuando la mayoría de los de atributos son 

relevantes.

• ELASTICNET:

 Es un método de combina las regularizaciones LASSO y RID-

GE. Se utiliza básicamente cuando tenemos un gran número 

de atributos. Algunos de ellos serán irrelevantes y deberían 

ser descartados por el modelo y otros estarán correlacionados 

entre sí.

 Estos modelos han sido utilizados para generar resultados pre-

dictivos e interpretables en múltiples áreas de imágenes de 

médicas, como son las predicciones a través de neuroimáge-

nes estructurales y de resonancias magnéticas funcionales.

Otra estrategia empleada en IA y machine learning para obtener 

modelos predictivos basados en muestras de datos de píxeles son 

los algoritmos Random forest. Es un tipo de método de aprendizaje 

por conjuntos, donde un grupo de modelos débiles se combina 

para formar un modelo poderoso. En Random forest se ejecutan 

varios algoritmos de árbol de decisión en lugar de uno solo. Para 

catalogar un nuevo objeto basado en sus atributos, cada árbol de 

decisión da una clasifi cación y fi nalmente la decisión con mayor 

número de votos es la predicción del algoritmo.

Las principales ventajas de este método son que permite el mane-

jo de grandes cantidades de datos, tiene un método efectivo para 

estimar los datos faltantes, mantiene la precisión cuando falta una 

gran proporción de datos y no predice más allá del rango de los 

datos de entrenamiento. La principal desventaja de este método, 

es que actúa como una caja negra y se tiene muy poco control 

sobre lo que hace el modelo.

Esta estrategia se ha empleado con éxito en el análisis de imáge-

nes de resonancia magnética, análisis de genes, análisis del daño 

cerebral por imágenes y para el diagnóstico de glaucoma.
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b. Análisis de supervivencia:

Otros modelos empleados para predecir respuesta terapéutica en 

nuestro medio son los análisis de supervivencia. La tarea de predecir 

el tiempo a un futuro evento se basa en modelos de supervivencia, 

donde la retina se considera “salvada” hasta que el evento sucede. 

El análisis de supervivencia tiene como objetivo modelar el tiempo 

que transcurre hasta que ocurre un determinado evento o suceso, 

dando como resultado la estimación de curvas de supervivencia 

que nos permitirá sacar conclusiones. Su característica principal es 

que incorpora el fenómeno de censura el cual hace referencia a la 

presencia de observaciones con información incompleta (observa-

ciones censuradas). Este fenómeno ocurre al tener una información 

parcial al no conocer el momento exacto en el que ocurrirá.2

El análisis clásico de supervivencia se basa en modelizar la varia-

ble respuesta y su dependencia de otras covariables. Sin embargo, 

cuando queremos utilizar esta técnica con imágenes obtenemos 

datos de alta dimensionalidad y se recomiendan métodos de re-

gresión penalizados o bien aplicar técnicas de machine learning ya 

que el numero de covariables es enorme frente al número de ob-

servaciones. Dentro de las técnicas de machine learning es común 

hablar de aprendizaje supervisado y aprendizaje no supervisado. 

Generalmente, en el análisis de datos disponemos una variable res-

Figura 2: Ejemplo de algoritmo tipo Random forest.
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puesta (output) que deseamos predecir en función de un conjunto 

de variables independientes (inputs). Además, contaremos con un 

conjunto de datos entrenamiento en los que observaremos tanto la 

variable respuesta como las distintas variables independientes y con 

toda esta información construiremos un modelo predictivo que nos 

permitirá conocer la variable respuesta para un elemento o evento 

no visto.  Este escenario se conoce como aprendizaje supervisado ya 

que la variable respuesta “supervisa” o monografía este aprendiza-

je. Al contrario, en el aprendizaje no supervisado sólo observaremos 

las variables independientes y no tendremos registro alguno de la 

respuesta. El análisis de supervivencia es un tipo de aprendizaje 

no supervisado que emplea fundamentalmente técnicas de agru-

pamiento o clustering para obtener conclusiones. Estos algoritmos 

agrupan curvas de supervivencias y dan como resultado tanto la 

asignación de cada curva a su grupo, así como el número de grupo 

existentes.

c. Modelos matemáticos de Deep machine learning:

Recientemente, los avances en computación han permitido apli-

car modelos matemáticos más complejos para realizar inferencias 

y predicciones clínicas basadas fundamentalmente imágenes. En-

tre ellos destacan las redes neuronales convolucionales (CNN). Es 

un tipo de red neuronal artifi cial con aprendizaje supervisado que 

procesa sus capas imitando al córtex visual del ojo humano para 

identifi car distintas características en las variables de entradas que 

en defi nitiva hacen que puedan identifi car objetos y “ver”.  Las re-

des neuronales toman como entrada los píxeles de una imagen. 

Las CNN constan de múltiples capas diseñadas para requerir un 

pre-procesamiento de imágenes relativamente pequeño. Aprender 

usando fi ltros y aplicándolos a las imágenes.  Cada fi ltro permite 

que la CNN identifi que ciertos patrones de imagen. La CNN busca 

partes de la imagen donde un fi ltro coincida con el contenido de la 

imagen. Las primeras capas la red puede detectar características 

simples como líneas círculos y bordes.  En cada capa, la red pue-

de combinar estos hallazgos y aprender continuamente conceptos 

más complejos a medida que profundizamos en las capas de la red 

neuronal.

3. Aplicaciones prácticas en predicción de resultados clínicos

La oftalmología ha desarrollado en los últimos años técnicas de ima-

gen digital que permiten la cuantifi cación de múltiples parámetros 

retinianos. La abundancia de datos objetivos en combinación con 
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técnicas avanzadas de computación, procesamiento y análisis ha 

abierto la puerta a la realización de predicciones sobre resultados 

terapéuticos, pronósticos y evolución de las distintas enfermedades 

retinianas. La amplia variedad de tratamientos, los distintos regí-

menes y su elevado coste hacen que poder predecir la respues-

ta terapéutica mediante imágenes sea una cuestión vital desde el 

punto de vista coste-efi cacia y coste-efi ciencia. Los principales fo-

cos de predicción incluyen los resultados funcionales después de 

tratamientos y el estudio de la historia natural de una enfermedad. 

El objetivo de la IA en este campo es producir herramientas pre-

dictivas útiles en todos los aspectos relacionados con la evolución, 

pronóstico y respuesta al tratamiento de nuestros pacientes.

Entre los trabajos que han utilizado el empleo de redes neurona-

les convolucionales para predecir resultados clínicos destacan dos 

trabajos. Poplin y colaboradores3 entrenaron una CNN con datos 

procedentes de 284.355 pacientes para predecir factores de ries-

go cardiovascular a través de imágenes funduscópicas. Los autores 

fueron capaces de predecir la edad, sexo y presión arterial sistólica 

sólo con la visualización de una imagen de fondo de ojo de 45º. Pra-

hs4 utilizó retrospectivamente un total de 183.402 imágenes de OCT 

para entrenar una CNN que predijera desde una imagen de OCT 

central que pacientes con DMAE recibirían una inyección intravítrea 

anti-VEGF en los siguientes 21 días. Después el entrenamiento, la 

CNN predijo correctamente 16.166 de las 17.112 que formaban 

la base de datos a testar, lo que supuso una precisión del 94,5%.

Otros autores han empleado métodos clásicos de machine learning 

para inferir las predicciones. Vogl y colaboradores1 predijeron ba-

sándose en imágenes de OCT la recurrencia del edema macular 

en pacientes con oclusión venosa tras el inicio del tratamiento con 

fármacos anti-VEGF. Para crear la inferencia, los autores siguieron 

un proceso de tres pasos: primero la transformación de los datos 

de las imágenes en un espacio de referencia conjunta, segundo 

la extracción de características individuales espacio-temporales de 

dichas imágenes y fi nalmente la predicción de la recurrencia de 

enfermedad basados en dichas características usando una aproxi-

mación de tipo machine learning. Se incluyeron pacientes con oclu-

sión de vena central de la retina y oclusión de rama venosa en se-

guimiento durante un período de 12 meses. Los autores evaluaron 

dos modelos predictivos, el primero basado en regresión logística 

regularizada con el método elasticnet y el segundo un método de 

Random forest extra-tree (ET). Ambos modelos identifi caron fi rmas 

espacio-temporales basadas en características del grosor retiniano 
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medidas mediante OCT y predijeron los resultados individuales usan-

do esas características cuantitativas.  El método basado en ET predijo 

la recurrencia del edema con una precisión de valor de área bajo la 

curva ROC (AUC) de 0,83 para oclusión de rama venosa y de 0,76 

para oclusión de vena central. El método basado en regresión logís-

tica alcanzó un AUC de 0,78 y 0,79 respectivamente para acertar 

la recurrencia.

También ha sido estudiada la predicción de agudeza visual median-

te características espacio-temporales obtenidas con OCT y biomar-

cadores clínicos después de período de tratamiento anti-VEGF en 

pacientes con degeneración macular asociada a la edad (DMAE)5, 

edema macular diabético(EMD)6 y oclusión venosa retiniana(OVR)1. 

La introducción del tratamiento intravítreo con anti-VEGF ha sido 

uno de los grandes logros en retina de las últimas décadas. Sin 

embargo, el gran número de pacientes a tratar y su seguimiento, 

así como el elevado coste de los fármacos supone para los sistemas 

de salud un elevadísimo gasto que en ocasiones no tiene un bene-

fi cio evidente. La IA podría resolver parte de este problema al crear 

herramientas personalizadas de tratamiento, con predicciones de 

respuesta farmacológica, calculo de tendencia a recaídas y detec-

ción de posibles biomarcadores que permitieran seleccionar de una 

forma más efi caz el tipo de fármaco a emplear para cada tipo de 

paciente.

En el caso de la DMAE, Schmidt-Erfurth y colaboradores5 proce-

saron imágenes de OCT obtenidas mensualmente en pacientes en 

tratamiento con anti-VEGF. Un modelo de IA basado en random 

forest fue entrenado y validado utilizando la respuesta terapéutica 

de casi 600 pacientes que recibieron tratamiento estándar con ra-

nibizumab. Los autores fueron los primeros en introducir un modelo 

pronóstico que permitía anticipar la agudeza visual después de 12 

meses de tratamiento anti-VEGF dentro de un margen de error de 

8.6 letras. El biomarcador más relevante para la agudeza visual fue 

la extensión horizontal del fl uido cistoide intrarretiniano en la región 

foveal, mientras que el fl uido subretiniano y los desprendimientos 

de epitelio pigmentario tuvieron una correlación baja. Se observó 

que los resultados predictivos mejoraban la precisión de una mane-

ra lineal con cada mes de seguimiento. Así, si sólo se consideraba 

los datos obtenidos de la visita basal, la precisión era de R2 = 0.34, 

sin embargo, al fi nalizar la visita del tercer mes, la precisión en la 

predicción de la agudeza visual subía hasta R2 = 0.70(5). La pre-

dicción de agudeza visual tras terapia anti-VEGF es especialmente 

importante en pacientes con DMAE neovascular ya que existe una 
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elevada variabilidad de respuesta entre los pacientes. Una previsión 

real de respuesta terapéutica después de uno o dos años de trata-

miento mejoraría el cumplimiento de los pacientes y la adhesión de 

los retinológos a los protocolos de tratamiento.2

De una forma parecida, Bugonovic y colaboradores7, analizaron 

la posibilidad de predecir la necesidad de retratamientos con fár-

macos anti-VEGF en los dos siguientes años mediante el estudio 

de biomarcadores espacio-temporales de imágenes OCT obtenidos 

durante la fase inicial del tratamiento. Este estudio mostró que el 

rendimiento de la predicción automatizada era comparable o inclu-

so mejor que la de un clínico. (Bogunovic 2017b). A los pacientes 

se le clasifi có según el número de retratamientos necesarios en 

dos grupos: el grupo “low” cuando necesitaron menos de 5 in-

yecciones durante el seguimiento y el grupo “high” cuando fueron 

necesarias 16 o más inyecciones. El modelo predictivo detectó a 

los pacientes “low” con un 71% de especifi cidad y un 58% de 

sensibilidad y a los pacientes con altos requerimientos de retrata-

miento con una especifi cidad del 71% y un 70% de sensibilidad. 

Por su parte, el clínico humano alcanzó una sensibilidad del 0.41 

y especifi cidad del 0.37 en pacientes con bajos requerimientos y 

una especifi cidad y sensibilidad del 0.84 en pacientes con alto nú-

mero de retratamientos.

Un modelo predictivo parecido basado en historias médicas electró-

nicas y mediciones retinianas con OCT ha sido recientemente publi-

cado. En este trabajo no se utilizaron complejos biomarcadores en 

tomografía sino simplemente medidas de grosor retiniano obtenidas 

de la segmentación automática generada por el software del OCT. 

Los autores aplicaron 5 algoritmos distintos (daBoost.R2, Gradient 

Boosting, Random Forests, Extremely Randomized Trees, y Lasso) 

para predecir la AV a los 3 y 12 meses tras una dosis de carga con 

tres inyecciones de anti-VEGF. A los 3 meses la diferencia entre la 

AV real y la predicción fue de 0.11 logMAR (5.5 letras) y a los 12 

meses fue de 0.18 logMAR (8 letras). El algoritmo que mostró mejor 

rendimiento para esta predicción fue LASSO.8

De forma análoga, otros trabajos han estudiado modelos de IA pro-

nósticos para el EMD6 y el edema secundario a OVR9. Un modelo de 

IA fue desarrollado basándose en datos obtenidos del protocolo T 

con datos clínicos de 629 pacientes junto con un análisis avanzado 

de imágenes de OCT9. Este estudio demostró la gran relación exis-

tente entre la agudeza visual fi nal de los pacientes y la presencia de 

fl uido cistoide intrarretiniano.
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Las predicciones pueden centrarse en una región concreta de la 

retina para enfermedades que afectan un área concreta, como es 

el caso de la atrofi a geográfi ca. Niu y colaboradores9 estudiaron 

la predicción de crecimiento de la atrofi a geográfi ca (AG) en OCT. 

Para ello, primero identifi caron la zona correspondiente a la AG. 

Se seleccionaron los pixeles adyacentes a la lesión y se extrajeron 

sus propiedades del escáner axial (por ejemplo su refl ectividad me-

dia) y sus características en la segmentación (por ejemplo la altura 

de las drusas, la presencia de diversas patologías como la pérdida 

de fotorreceptores o la presencia de pseudodrusas reticulares). Es-

tas características fueron utilizadas para entrenar a un clasifi cador 

para predecir si cada pixel sería afectado por atrofi a geográfi ca en 

la próxima visita. Los autores emplearon el método de random fo-

rest para construir el modelo de predicción usando 100 árboles de 

decisión. Se evidenció que los grosores medidos con OCT de las 

capas externas de la retina (desde la zona elipsoide hasta el com-

plejo EPR-Bruch) eran los principales biomarcadores de progresión 

de AG.

Un planteamiento similar fue empleado para determinar biomarca-

dores en OCT que predijeran la regresión de drusas en pacientes 

con DMAE precoz e intermedia.10 Para ello, las drusas confl uentes 

fueron dividas individualmente y la predicción para cada una de 

ellas se realizó independientemente basándose en un conjunto de 

características espacio-temporales  que describían la morfología de 

la drusa, la refl ectividad y las capas adyacentes. Se analizaron 944 

drusas durante un tiempo medio de seguimiento de 37.8 ± 13.8 

meses. Durante ese seguimiento, el 26% de ellas regresaron. El 

rendimiento de la predicción fue evaluado mediante AUC para dis-

tintos períodos de tiempo. La predicción en los 2 primeros años 

alcanzó una AUC de 0.75.

Otro enfoque analítico para realizar predicciones basadas en machi-

ne learning son los trabajos fundamentados en análisis de supervi-

vencia. En este caso, el modelo de riesgos proporcionados de Cox 

(Cox proporcional hazards) es el más utilizado para realizar el aná-

lisis. En un estudio realizado por Chiu y colaboradores11 el evento a 

suceder se defi nió como la primera aparición de DMAE avanzada 

en un ojo. Los autores construyeron un modelo predictivo para de-

sarrollar DMAE a través de retinografías a color obtenidas de 4507 

participantes del estudio AREDS. Utilizaron la edad, sexo, nivel 

educativo, raza, consumo de tabaco, la presencia de cambios pig-

mentarios en retina, presencia de drusas blandas y tamaño máximo 

de las drusas para crear un sistema de puntuación de riesgo. Si-
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guiendo esta misma línea, se han usado características cuantitati-

vas espacio-temporales de OCT obtenidas de 5 visitas consecutivas 

de pacientes con DMAE para determinar su conversión a la forma 

neovascular o hacia AG. Se incluyeron 495 ojos en el estudio de los 

cuales el 32% progresaron a DMAE avanzada en los dos siguientes 

años (114 ojos a neovascular y 45 a AG). El modelo predijo la con-

versión con un rendimiento de 0.68 para DMAE neovascular y de 

0.80 para AG. Los biomarcadores más importantes para detectar 

progresión fueron el grosor de las capas externas de la retina, la 

presencia de foci hiperrefl ectivos y el área de drusas. Los patrones 

de progresión fueron distintos para DMAE neovascular y AG.12
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6. Aplicación de Inteligencia Artificial en telemedicina

1. Cribado y diagnóstico de enfermedades de la retina

a. Diabetes

b. Degeneración macular asociada a la edad (DMAE)

 - Detección de DMAE mediante IA en retinografías 

• Sistemas binarios

• Clasificación DMAE 

 - Detección y clasificación de DMAE mediante OCT 

c. Retinopatía del prematuro

2. Pronóstico y seguimiento 

a. Retinopatía diabética

b. DMAE

c. Retinopatía del prematuro

3. Monitorización en casa (Home monitoring)

4. Determinación de alteraciones sistémicas mediante inteli-

gencia artificial y telemedicina en retina

•  La inteligencia artificial y la telemedicina tiene un alto nivel de precisión 

en el cribado de las principales enfermedades de la retina.

•  El uso de inteligencia artificial y visitas telemáticas está adquiriendo 

protagonismo para el seguimiento de la DMAE exudativa.

•  La monitorización desde casa ha demostrado ser útil en las enfermeda-

des crónicas de la retina. La inteligencia artificial permitirá hacerla más 

accesible y eficiente. 

•  La inteligencia artificial abre la puerta de diagnósticos o hallazgos sis-

témicos mediante el uso de retinografías u OCT’s, en este campo las 

enfermedades neurodegenerativas o vasculares pueden ser especial-

mente interesantes.
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La telemedicina en oftalmología ha adquirido un papel importante 

en los últimos años, principalmente en el campo del cribado de las 

enfermedades de la retina y posteriormente en la monitorización 

en casa (Home monitoring). La inteligencia artifi cial ha ayudado a 

mejorar los sistemas y a hacerlos más efi cientes.

1. Cribado y diagnóstico de enfermedades de la retina

Es el campo de la teleoftalmología más arraigado, principalmente 

con el uso de retinógrafos no midriáticos de 35 a 50 grados, más 

recientemente se han incorporado tomografías de coherencia ópti-

ca (OCT) y retinógrafos de campo amplio. 

La evidencia del uso de inteligencia artifi cial en este campo es de 

tipo 2a y la recomendación de grado B.

a. Diabetes

 El uso de cámaras no midriáticas constituye hoy en día el “Gold 

Standard” para el cribado de la retinopatía diabética, para más 

detalles sobre el uso de inteligencia artifi cial en esta área ver el 

capítulo 3 de esta monografía. 

b. Degeneración macular asociada a la edad (DMAE)

 El cribado de la degeneración macular asociada a la edad me-

diante cámaras no midriáticas ha demostrado ser coste efec-

tivo1,2. Múltiples estudios han demostrado el papel que puede 

tener la inteligencia artifi cial en este cribado, haciéndolo más 

accesible, rápido, efi caz y efi ciente3.

- Detección de DMAE mediante IA en retinografías

•  Sistemas binarios

 Fueron los primeros sistemas de IA utilizados, diferencian 

principalmente formas de DMAE intermedias o avanzadas 

de aquellas formas precoces o de retinas normales.

 Presentan un alto nivel de precisión, casi todas las publica-

ciones por encima del 90% con niveles también por enci-

ma del 90% en sensibilidad y especificidad4-6.

•  Clasificación DMAE

 Hasta la fecha los sistemas de inteligencia artificial utili-

zados para diferenciar la DMAE en cuatro categorías (No 
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DMAE /DMAE precoz/ DMAE intermedia/ DMAE avanzada) 

han presentado niveles de precisión menores que la clasi-

ficación binaria (No DMAE o DMAE precoz / DMAE inter-

media o avanzada), se sitúan alrededor del 80%7, aunque 

son niveles similares a los alcanzados por observadores 

humanos.

-   Detección y clasificación de DMAE mediante OCT

 La aplicación de inteligencia artifi cial a las imágenes de OCT 

se ha realizado principalmente en el campo de la degenera-

ción macular asociada a la edad. La inteligencia artifi cial ha 

demostrado precisiones por encima del 90% para diferen-

ciar mediante un OCT si un paciente presenta DMAE o no; 

con sensibilidad 92,6%, especifi cidad del 93,7 % y un área 

bajo la curva de 0,97468. Treder y colaboradores crearon 

un algoritmo de inteligencia artifi cial capaz de diferenciar 

mediante OCT la presencia de DMAE exudativa, con una 

sensibilidad del 100% y una especifi cidad del 92%9.

 La clasifi cación de los grados de DMAE mediante inteligen-

cia artifi cial en cortes de OCT ha demostrado ser superior 

a la evaluación por humanos, consiguiendo niveles de Área 

bajo la curva de 0.980 con sensibilidad del 98.2% y espe-

cifi cidad del 91.2%10.

 La salida al mercado de OCT’s de bajo coste hace suponer 

que en un futuro esta herramienta pueda ser coste-efecti-

vo, aunque por el momento sólo el uso de retinografías ha 

demostrado su coste-efectividad en el cribado de la dege-

neración macular asociada a la edad11.

c. Retinopatía del prematuro

 El uso de telemedicina ha sido ampliamente avalado en el cri-

bado de la retinopatía del prematuro. La inteligencia artifi cial ha 

demostrado ser útil para el cribado de la retinopatía del prema-

turo mediante el uso de cámaras de campo amplio tipo RetCam 

con sensibilidad del 100% y especifi cidad del 94% para cual-

quiera de sus estadios. El reconocimiento de retinopatía Plus y 

pre-Plus en las imágenes ha tenido una sensibilidad del 93% y 

especifi cidad del 94%12.
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 El principal problema que existe en el cribado de la retinopatía 

es la falta de consenso sobre el tipo de cámara a utilizar, existen 

grupos que diagnostican la enfermedad Plus con retinógrafo 

convencional de la retina central, mientras otros grupos lo reali-

zan con cámaras de campo amplio. Por otro lado, la variabilidad 

interobservador es alta en esta patología y eso condiciona el 

aprendizaje de los sistemas de inteligencia artifi cial13.

2.  Pronóstico y seguimiento 

 a. Retinopatía diabética

 La telemedicina no parece tener un papel en el control de los 

pacientes con retinopatía diabética. La necesidad de una valo-

ración sistémica y una valoración oftalmológica completa hace 

que el uso de retinografías u OCT no sea adecuado para su 

seguimiento. 

 En el campo de la retinopatía diabética la inteligencia artifi cial 

ha sido usada, junto con la telemedicina en la valoración del 

tratamiento y pronóstico. Un estudio interesante es el de Taka-

hashi y colaboradores, donde se asociaron fotografías del fon-

do de ojo de pacientes diabéticos con el tratamiento realizado 

(Láser, inyecciones intravítreas, cirugía, nada) y valoraron los 

resultados según la mejora o no de agudeza visual. La inteligen-

cia artifi cial demostró un 96% de precisión en la predicción del 

tratamiento que se debía usar, comparado con la evaluación 

mediante fotografías de tres especialistas en retina que alcanza-

ron precisiones del 92-93%. El principal problema del estudio 

fue una alta tasa de falsos negativos del 12% y sobre todo una 

alta tasa de falsos positivos que podría generar tratamientos y 

visitas innecesarias14.  

 El capítulo 5 de esta monografía comenta con mayor profundi-

dad el uso de inteligencia artifi cial para la predicción de resulta-

dos. 

 b. DMAE

 A diferencia de lo que ocurre en la retinopatía diabética la tele-

medicina sí parece tener un papel en el seguimiento de la de-

generación macular asociada a la edad. Los primeros artículos 

que hablaban de control telemático de la DMAE exudativa me-
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diante OCT y retinografías fueron muy criticados15, aunque la 

realidad es que cada vez son más los centros que incluyen visi-

tas virtuales, donde técnicos entrenados u optometristas captan 

las imágenes que son evaluadas de forma no presencial por los 

oftalmólogos. Este tipo de visita parece ser especialmente inte-

resante en determinadas pautas de tratamiento como la de “tra-

tar y extender”. La inteligencia artifi cial podría jugar un papel 

interesante en este tipo de seguimiento, de nuevo, mejorando 

costes, disminuyendo tiempo y carga asistencial. El uso de OCT 

y de IA parece especialmente interesante para la valoración de 

signos neovasculares, su segmentación y cuantifi cación11. 

 El capítulo 5 de esta monografía comenta con mayor profundi-

dad el uso de inteligencia artifi cial para la predicción de resulta-

dos. 

 c. Retinopatía del prematuro

 No existen hasta la fecha estudios que avalen el seguimiento de 

la retinopatía del prematuro de forma telemática o con inteligen-

cia artifi cial. 

3. Monitorización en casa (“Home monitoring”)

La monitorización desde casa se ha implementado en las enferme-

dades maculares crónicas, principalmente en la degeneración ma-

cular asociada a la edad (DMAE) y en el edema macular diabético16. 

Actualmente todos los dispositivos se basan en la evaluación de la 

agudeza visual de cerca y en la presencia de metamorfopsia. Estos 

dispositivos suelen contar con avisos y alertas si existen cambios 

sustanciales en la exploración, sistemas básicos de inteligencia ar-

tifi cial, aunque por el momento no cuentan con sistemas de “deep 

learning”, es previsible que los incorporen en un futuro. 

Uno de los dispositivos que ha demostrado mayor efi cacia ha sido 

el ForeseeHome (Figura 1, https://www.foreseehome.com ). Su uso 

en pacientes con DMAE de alto riesgo de progresión a formas exu-

dativas ha demostrado ser útil en la detección temprana y en la 

conservación de la agudeza visual17, respecto a los controles que 

realizaban exploraciones convencionales de rutina. El uso de este 

dispositivo ha demostrado además ser coste efectivo en la detec-

ción de formas neovasculares18.  El nivel de evidencia del Foresee-

Home es 1b, con un grado de recomendación A.
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El uso de tabletas o de teléfonos móviles para la monitorización 

también supone un gran reto ya que son sistemas que pueden ser 

utilizados de forma fácil por la población general. En este aspecto 

varias aplicaciones han demostrado su efi cacia y han conseguido 

la aceptación por parte de FDA en la ayuda de la detección tem-

prana19, principalmente de DMAE, aunque también de la presencia 

de edema macular diabético. Estas aplicaciones para auto-monito-

rización del paciente pueden ayudar también en el seguimiento de 

los pacientes que reciben tratamiento con antiangiogénicos intraví-

treos20. Pese a los avances técnicos y la mejora en los sistemas de 

autocontrol, no todos los pacientes son candidatos para este tipo de 

monitorización, se estima que entre un 5% y un 20% de los pacien-

tes no realizarán adecuadamente las exploraciones21. 

Figura 1.- Foresee Home, ejemplo de dispositivo para monitorización en casa. 

(https://www.foreseehome.com).
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4. Determinación de alteraciones sistémicas mediante inteligencia 

artificial y telemedicina en retina

La retina tiene unas características que la hacen especialmente in-

teresante para el estudio de alteraciones sistémicas: por un lado, 

forma parte del sistema nervioso central, es el único tejido del or-

ganismo donde podemos observar de forma no invasiva arterias 

venas y capilares y por último es un tejido altamente irrigado con 

un estatus inmunológico especial. Son muchas las enfermedades 

sistémicas que pueden verse repercutidas en la retina, como la 

hipertensión arterial, infecciones como la Lues y la tuberculosis o 

enfermedades inmunológicas como la sarcoidosis. Poplin y cola-

boradores22 no consiguieron encontrar evidencias sólidas sobre la 

inteligencia artifi cial en la predicción de riesgo cardiovascular, aun-

que sí demostraron que la inteligencia artifi cial aplicada a imágenes 

en color del fondo de ojo puede identifi car la edad del paciente 

(precisión ±3.26 años), género (precisión 97%), fumador (precisión 

71%), tensión arterial sistólica (media de error absoluto 11 mmHg) 

y eventos cardiovasculares mayores (precisión 70%). Existen múl-

tiples estudios en marcha para evaluar el papel de la inteligencia 

artifi cial, aplicada a imágenes en color del fondo de ojo y a OCT’s, 

en la predicción de enfermedades neurológicas como el Alzheimer 

o la esclerosis múltiple11, sin que hasta la fecha se hayan publicado 

resultados al respecto. El uso de biobancos de datos cada vez más 

completos, el cruce de información usando técnicas de “Big Data” 

así como de inteligencia artifi cial se prevé crucial en un futuro cer-

cano para determinar el papel que puede jugar la retina en el diag-

nóstico y predicción de determinadas enfermedades sistémicas.  
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7. Consideraciones éticas y futuro inmediato

1. Consideraciones éticas

2. Futuro inmediato

1. Consideraciones éticas 

Una de las principales controversias de la aplicación de las técnicas 

de IA en todos los ámbitos es el aspecto ético de las mismas.1–3 A 

la hora de evaluar la interacción entre humanos y computadoras, 

debe valorarse el impacto que la introducción de una de estas apli-

caciones puede generar en el contexto concreto. 

Un ejemplo claro de esto es la aplicación de la IA en los vehículos 

sin conductor, donde se presentan una serie de benefi cios poten-

ciales (mejorar la efi ciencia del trafi co, reducir los accidentes por fa-

llos humanos, aumentar la productividad en los transportes y mini-

mizar el impacto ambiental) pero aparecen una serie de potenciales 

inconvenientes asociados a los mismos (posibilidad de ser “hackea-

dos” por piratas informáticos, posibilidad de ser una amenaza para 

empleos en el sector de transportes, o paradójicamente suponer 

un aumento del trafi co dados los benefi cios antes citados).4  Ade-

más de estas consideraciones, hay que tener en cuenta que ningún 

programa de ordenador o robot puede asumir en modo alguno res-

ponsabilidad por un error en la ejecución de la tarea para la que ha 

sido programado, lo que en el ejemplo antes citado de los vehículos 

sin conductor se traduce en dilemas éticos de imposible solución, 

como puede ser el tomar la decisión de priorizar la vida del pasajero 

sobre la de un peatón en casos de accidentes o situaciones ines-

peradas en el ejercicio de un trayecto pilotado de forma autónoma. 

Estas situaciones adquieren un cariz si cabe mas relevante desde 

el punto deontológico en el área de las Ciencias de la Salud, donde 

cualquier intervención en el proceso asistencial debe ser evaluado 
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y validado de forma robusta bajo la supervisión de personal medi-

co.1–3  En la actualidad, el marco en el que integrar la posibilidad de 

automatización de algunas tareas a cargo de estas tecnologías es un 

tema de vital importancia en las distintas especialidades medicas. 

Recientemente, incluso se ha publicado una editorial en el New 

England Journal of Medicine en el que se plantean nuevos posibles 

dilemas éticos derivados de la integración de estos sistemas en la 

practica clínica, en el contexto de la atención en Urgencias, donan-

tes de órganos o situaciones de toma de decisiones controvertidas 

infl uenciadas por los algoritmos.5 En el área de la Radiología, las 

diferentes sociedades científi cas internacionales han publicado un 

documento de consenso en el que plantean la necesidad de de-

sarrollar un nuevo código ético y de practica clínica que regule la 

integración de esta tecnología en favor de los pacientes y por el bien 

común, limitando su uso específi co con fi nes fi nancieros.6 Este es 

un tema capital, y en los próximos años será necesario desarrollar 

marcos regulatorios tanto generales como específi cos para poder 

hacer efectiva la aplicación de esta tecnología en benefi cio de los 

pacientes.

2. Futuro inmediato

En la actualidad, como se ha detallado en los capítulos precedentes 

ya se están aplicando técnicas de IA en el circuito clínico asisten-

cial en varias partes del mundo, principalmente en la realización 

de tareas concretas como la interpretación de imágenes médicas. 

En esta área, la Oftalmología es una de las especialidades pioneras 

en la aplicación de IA, sobre todo en Retina en los programas de 

cribado de retinopatía diabética.7–10 

En ellos, los algoritmos permiten clasifi car correctamente de forma 

automática la practica totalidad de las retinografías capturadas en 

el programa de cribado, lo que permite reducir signifi cativamente la 

carga de trabajo, optimizando los recursos y concentrando la labor 

de los evaluadores humanos únicamente en las imágenes patológi-

cas, eliminando el grueso de retinografi as sin alteraciones. 

Sin embargo, estos sistemas de IA no son perfectos y presentan una 

serie de limitaciones que hace que todavía debamos ser cautos, 

analizando de forma critica la aplicabilidad de estos programas y 

revisando el benefi cio que nos pueden aportar.11 Por todo ello, en 

los próximos años vamos a presenciar una integración creciente de 

estos sistemas de IA en las distintas áreas de aplicación, a medida 

que vayan evaluándose los desempeños de los algoritmos evalua-
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dos. Así, a corto-medio plazo dispondremos de ayudas diagnósticas 

en los dispositivos de OCT que empleamos en las consultas (en los 

que nos aportaran porcentajes de probabilidad diagnóstica, como 

por ejemplo de tratarse de una DMAE o de una coriorretinopatía 

serosa central), recomendaciones de pautas de tratamiento mas 

personalizadas a cada caso concreto o probabilidades de buen o 

mal resultado funcional futuro con distintas opciones terapéuticas. 

En resumen, la IA aplicada a la Oftalmología y en particular a la 

Retina ha llegado para quedarse, y nos va a aportar una serie de 

ventajas que nos permitirá dispensar una atención mejor a nuestros 

pacientes, tanto en los aspectos diagnósticos como terapéuticos 

o pronósticos. Por todo ello, debemos ver en esta tecnología una 

ayuda y una aliada en nuestra practica clínica que nos permitirá 

optimizar nuestro tiempo, siendo un área de conocimiento a la que 

deberemos dedicar tiempo y recursos crecientes en los próximos 

años así como potenciar su papel en la formación de las nuevas 

generaciones de Oftalmólogos.
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